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Onso6z

Bu metin basit bir fikirden dogdu: kii¢iik bir sinir aginin icinde gerceklesen
matematiksel islemleri goruntr kilmak. Bir¢ok giris sunumunda sinir aglari
guclu fakat opak araclar olarak goriunur. Okuyucu bir kitiphane cagirmayi,
efitim calistirmay1 ve kayip egrisini incelemeyi 6grenir; ancak veriyi bir
karara dontstiiren islem dizisini mutlaka gérmez. Burada ters yolu izliyoruz.
Temel bir geometrik problemle bashyor, dogrusal siniflandiriciy1 yapay néron
olarak yorumluyor, aktivasyon fonksiyonlarini tanitiyor, noéronlar: ki¢ik bir
agda birlestiriyor ve adim adim gradyanlara, gradyan inisine ve geri yayilima
ulasiyoruz.

Metin kalkiilis ve istatistik konusunda gorece sinirlhl bir altyapiya sahip
okuyucular icin yazilmistir: 6grenciler, 6gretmenler ve kendi kendine
O0grenenler. Ama¢ matematigi ortadan kaldiracak kadar basitlestirmek degil,
her yeni fikri tanidik bir seye dayandiracak bicimde anlatimi diizenlemektir:
dizlemde bir nokta, bir dogru, fonksiyon bileskesi, tiirev ve zincir kural.
Python ve NumPy kodu bu yapinin dogal sonucu olarak ortaya cikar;
denklemler ile algoritma ayni nesnenin iki betimlemesidir. Bu ytuzden en iyi
okuma bi¢imi notebooku acik tutup her adimi ¢aligtirmak ve degistirmektir.

Bu metin 26 dilde sunulan NeuralMath koleksiyonunun bir parcasidir. Tim
surumler ayni denklemleri, sekilleri, sayisal drnekleri ve bélim numaralarini
korur; boylece farkl dilleri konusan okuyucular birlikte ¢aligsabilir. Matematik
ve bilisim 0grenimindeki 6nemli bir engel yalmizca kavramsal degil, ayni
zamanda dilsel olabilir ve her okuyucu kendi dilinde bir giris noktasini hak
eder.

Amacim, okuyucunun bu yolculugu sinir agina iliskin daha az gizemli bir
gorintiiyle tamamlamasidir Modern sinir sistemlerinin basit oldugunu
varsaymamiza gerek yoktur. Giintimiiz uygulamalarinin 6lgegi ve karmagikhigi
alinda hal4 incelenebilen, tiiretilebilen, uygulanabilen ve anlasilabilen
matematiksel fikirlerin ¢alistifini gostermek yeterlidir.

Americo CunhaJr. - 2026
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PORTEKIZCE OZGUN METNIN TURKCE CEVIRISi

Bir Sinir Agimin Matematiksel Anatomisi

Americo Cunha Jr®

Ozet

Basit bir simflandirma problemi iizerinden yapay sinir aglarina matematiksel bir giris sunuyoruz.
Dogrusal bir simflandiric1 dogal olarak yapay néron kavramina goétiiriir; ardindan agirliklari, yanl-
liklar1, aktivasyon fonksiyonlarini ve néronlarin kii¢iik bir ag olugturacak bicimde birlestirilmesini
ele aliyoruz. Egitim stirecini kayip fonksiyonlari, tiirevler, gradyan inisi ve geri yayilim aracilifiyla
tanitiyoruz. Son olarak model dogrudan Python ile uygulanarak denklemler ile algoritma arasindaki
karsilik agikca gosteriliyor. Amacg, analitik geometri, dogrusal cebir ve kalkiiliisten bilinen fikirlerin
sinir aglariin temel mekanizmalarini anlamak igin erisilebilir bir temel sagladigini gostermektir.

Anahtar kelimeler: yapay sinir aglari; makine 6grenmesi; matematik egitimi; geri yayilim; Python.

1. Bir bilgisayar ne zaman 6grenebilir?

Giinliik yagsamda, ¢ogu zaman farkina bile varmadan simiflandirma kararlar1 veririz. Bir meyveye
bakarak onun elma mi1 yoksa portakal mi oldugunu hizla ayirt ederiz; telefona bir mesaj geldiginde
gercek bir konugmay: istenmeyen reklamlardan ayiririz; tibbi analizlerde bir karari desteklemek
i¢gin birden ¢ok 6l¢iim birlikte degerlendirilebilir; finans kuruluglarinda ise kredi verilmeden 6nce
gesitli bilgiler incelenir. Ttm bu 6rneklerde bir yamit {iretmek i¢in birden fazla 6zellik birlikte ele
alinir.

Birgok geleneksel bilgisayar programinda bu yaniti iireten kurallar programci tarafindan acikca
yazilir. Kurallar biliniyor ve acik bir bicimde ifade edilebiliyorsa bu yaklagim iyi ¢aligir. Veriler ¢ok
degiskense ya da iyi bir karar igin gerekli tiim kogullar1 6nceden formiile etmek zorsa daha az etkili
olur. Bu durum dogal bir soruya yol agar:

Karar kuraline énceden almak yerine orneklerden égrenen bir program olusturabilir miyiz?

Bu, verilerden model uyarlayan yontemleri inceleyen yapay zeka alani olan makine 6grenmesinin
temel fikirlerinden biridir [2, 3]. G6zetimli 6grenme probleminde algoritmaya dogru yanitlariyla bir-
likte 6rnekler verilir ve egitim sirasinda kullanilmamig durumlar i¢in de yararli tahminler yapabilen
bir model aranir. Bu amagla geligtirilen bircok model arasinda yapay sinir aglar:, goriintii tanima,
dil igleme, sinyal analizi ve zaman serisi tahmini gibi uygulamalarda énemli bir yer edinmistir [6].

Sinir aglarimin matematik, hesaplama ve okul egitimi arasinda bir koprii olarak kullanilmasi, 6g-
retmen egitimi, Python ve rakam tanmima igeren bir etkinlik sunan Batista ve Martins tarafindan
Professor de Matemdtica Online dergisinde daha once ele alinmigtir [1]. Bu makale tamamlayici
bir yol izlemektedir. Temel amacimiz, analitik geometriden baglayip adim adim gradyan hesabina
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ve geri yayilimin elle uygulanmasina ilerleyerek kiiciik bir sinir aginin i¢ matematigini ortaya koy-
maktir.

Modern uygulamalarin karmagikligina ragmen, bir sinir aginin matematiksel 6zii olduk¢a tanidik
fikirlerle tanitilabilir. Temel diizeyde bir sinir agi, parametreleri verilerden ayarlanan fonksiyon-
larin bilesimidir. Basit bir geometrik problemle bagliyor, ayirici bir dogruyu yapay noéron olarak
yeniden yorumluyor, birka¢ néronu birbirine baglhiyor, aktivasyon fonksiyonlarinin roliinii inceliyor
ve tiirevlerin ag parametrelerini otomatik olarak ayarlamak i¢in nasil kullanilabilecegini gosteriyo-
ruz. Ardindan denklemler ile kod arasindaki dogrudan kargiligi koruyarak Python’da kiigiik ama
eksiksiz bir 6rnek uyguluyoruz.

2. Problemin matematiksel olarak temsil edilmesi

Bir sinir aginin nasil ¢aligtigini anlamak icin bilingli olarak basit bir problemle bagliyoruz: elmalar:
portakallardan ayirmak. Bir meyvenin renk, kiitle, cap, doku ve koku gibi bu gorev igin yararh
olabilecek birgok 6zelligi vardir. Ancak ilk matematiksel modelin bu karmagikligin tamamini iger-
mesi gerekmez. Yalnizca kolayca oOlgiilebilen iki biiyiikliikk kullanacagiz: gram cinsinden kiitle ve
santimetre cinsinden cap.

Bu nedenle her meyve sirali bir ikili ile temsil edilecektir

(X19X2)9

burada
x; = kiitle ve X, = gap.

Boylece (155, 7.2) ikilisi, kiitlesi 155 g ve cap1 7.2 cm olan bir meyveyi temsil eder. Fiziksel nesneyi
iki say1sal ol¢limle degistirerek her meyveyi Kartezyen diizlemde bir noktayla iligkilendiririz: birinci
koordinat kiitleyi, ikinci koordinat ise ¢api gosterir. Sekil 1, varsayimsal bir elma ve portakal kiimesi
i¢in bu temsili gostermektedir.

Bu doniisiim problemin goriiniir dogasini degigtirir. Bir elmay1 ya da portakali dogrudan nasil
taniyacagimizi sormak yerine geometrik bir soru sorabiliriz: iki simifa ait noktalar diizlemde nasil
ayrilabilir? Bu bakig agis1 degisikligi makine 6grenmesinde temeldir. Goriintiiler, metinler, sesler
ve deneysel sinyaller bir algoritma tarafindan iglenmeden 6nce sayisal temsillere déniigtiiriilmelidir.
Ornegimizde her nesnenin yalmzca iki koordinati vardir; gercek uygulamalarda bir temsil yiizlerce,
binlerce hatta milyonlarca bilesen icerebilir. Ilke aynidir: her érnek bir say1 kiimesiyle iliskilendirilir
ve model bu temsili istenen yanita egleyen bir kural arar.

En basit geometrik kuralla bagliyor ve tek bir dogrunun elma noktalarini portakal noktalarindan
yeterince iyi ayirip ayiramayacagini soruyoruz.

3. Smiflandiric1 olarak bir dogru

Her meyve Kartezyen diizlemde bir nokta ile temsil edildiginde siniflandirma geometrik bir prob-
leme donitgiir: bir dogru elmalar: portakallardan ayirabilir mi? Bu soru, dogrusal siniflandiricilar
olarak bilinen 6nemli bir makine 6grenmesi yontemleri ailesinin temel fikrini ifade eder.

Sekil 2°de gosterildigi gibi veri bulutunu kesen bir dogru diisinelim. Dogru, diizlemi iki yar1 diizleme
boler. Elma noktalarimin ¢ogu bir tarafta, portakal noktalarimin ¢ogu diger tarafta bulunuyorsa,
yeni bir meyvenin dogruya gore konumu smiflandirma kurali olarak kullanilabilir. Kiitlesi ve cap1
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1. FiZIKSEL NESNELER 2. SAYISAL VERILER 3. MATEMATiKSEL TEMSIL
Gercek meyveler (kiitle, cap) Kanezyeq diizlemde noktalar
Cap (cm)
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Sekil 1: Fiziksel gozlemden matematiksel modellemeye. Her meyve 6nce ol¢iilebilir iki biiyiiklikle
— kiitle ve cap — tamimlanir, ardindan (xy, x,) siral ikilisiyle temsil edilir. Kiitle—¢ap diizleminde
her gozlem bir noktaya doniigiir; boylece elmalari portakallardan ayirma igi, iki simifi ayirmaya
yonelik geometrik bir problem olarak yeniden yorumlanabilir.

Olciildiikten sonra meyveyi bir noktayla temsil eder ve bu noktanin dogrunun hangi tarafinda
oldugunu belirleriz.

Kartezyen diizlem (x1,x,) iizerinde bir dogru su sekilde tanimlanabilir

WX + Woxp +b =0, (wy, wa) # (0,0).

(wq,wy) vektorii dogruya diktir ve bu nedenle yonelimini belirler; b parametresi ise konumuna
katkida bulunur. Bu temsil kii¢iik bir fazlalik igerir: wy, w, ve b degerlerini ayni sifirdan farkh sa-
bitle ¢carpmak tam olarak ayni dogruyu iiretir. Dolayisiyla siir1 tanimlayan parametreler benzersiz
degildir. Sayisal yorumlar1 da degigkenlerin olgegine baghdir. Kiitle gram, ¢ap santimetre cinsin-
den &lgildiigh i¢in, farkh birimler dikkate alinmadan w; ve w, degerlerinin sayisal biiyiikliikleri
kargilagtirilmamalidir.

Dogru denkleminin kendisi, bir noktanin sinirin hangi tarafinda oldugunu belirlemek icin basit bir
yontem verir. Skoru goyle tanmimlayalim

S(Xl,Xz) = WiX] + WpXp + b.
Eger s(x1,x5) = 0 ise nokta dogrunun iizerindedir. s(x;,x,) > 0 ise bir yar1 diizlemde, s(xy,%x5) <0
ise diger yar1 diizlemdedir. Pozitif skorlarin elmalara, negatif skorlarin portakallara karsilik geldigini
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Cap (cm)

100 120 140 160 180 200
Kdtle (g)

Sekil 2: Kiitle—cap diizleminde dogrusal simiflandirici 6rnegi. Dogru bir karar simiri olarak iglev
goriir: bir yar1 dizlemdeki noktalar bir sinifa, kargi yar1 diizlemdeki noktalar diger simifa atanir.
Dolayisiyla karar yalnizca noktanin dogrunun hangi tarafinda bulunduguna baghdir.

kabul edersek kural su olur
s(x1,Xp) 20 = elma,
s(x1,Xp) <0 = portakal.

Ornegin, su sekilde tanimlanan siniri ele alalim

1

Wl:m’

wa=2,  b=-30.

Kiitlesi 160 g ve ¢ap1 7.8 cm olan bir meyve igin,

S=1—10><160+2X7.8*30

=16+15.6-30
=1.6.

Skor pozitif oldugundan nokta, elmalarla iligkilendirdigimiz yar1 diizlemde yer alir. Dolayisiyla bu
siiflandirict meyveyi elma olarak etiketleyecektir.

W1, Wp ve b igin her se¢im iyi bir siniflandirma {iretmez. Bazi dogrular iki grubu kétii ayirirken
bazilar1 daha az hata yapar. Ogrenme problemi, énceden etiketlenmis érnekleri kullanarak model
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hatasinin bir 6lgiisiinii azaltan parametre degerlerini belirlemektir. Dogrunun konumunu dogrudan
programlamak yerine, algoritmanin katsayilarini verilerden ayarlamasini isteriz.

Siiflar yaklagik olarak dogrusal bigimde ayrilabiliyorsa tek bir dogru iyi ¢aligabilir. Daha karmagik
veri kiimeleri dogrusal olmayan bir simir gerektirebilir. Bu sinirlamay ele almadan 6nce, az 6nce
olusturdugumuz siniflandiriciyr temel bir hesaplama birimi olarak yeniden yorumluyoruz: yapay
noron.

4. Yapay noron

Onceki boliimde su ifade
S=WX| +WyXy + b

bir meyvenin dogrunun hangi tarafinda bulundugunu belirlemek igin kullanilmigti. Ayni ifade,
bir yapay néronun gerceklegtirdigi hesaplamanin ilk agamasi olarak goriilebilir. Bir néron sayisal
girdiler alir, bunlar1 agirliklar ve bir yanlilik kullanarak birlestirir, ardindan ¢iktisini elde etmek
i¢in matematiksel bir fonksiyon uygular.

Ornegimizde girdiler kiitle x; ve cap x,’dir. Her girdi agirltk adi verilen bir parametreyle carpilir;
carpimlar yanllik adi verilen sabit b terimiyle birlikte toplanir. Sekil 3 bu hesaplamay1 sematik
olarak gostermektedir.

Girdiler Adirhiklar Agirlikl toplam
+ yanhlik

Kiitle
x b Aktivasyon fonksiyonu Cikti
1 (yanllllk)

) @\ <:> : -
(ndron
5= WX + WoXxy + - tahmini)
\ +wx, +b

(diger girdiler)

<>

Her girdi x;
kendi agirligi w;

ile carpilir.

%{_/ % J C J - =/
e N
Noron girdi deg@erlerini alir Her girdi kendi Carpimlar toplanir ve b yanliig s skoru g aktivasyon fonksiyonuyla
(X145 Xz, ey Xp)- agirhgiyla carpilir. eklenerek s skoru elde edilir. déniistirilerek § ciktis elde edilir.

L Néron sunu gerceklestirir: dogrusal birlesim (agirikli toplam + yaniilik), ardindan dogrusal olmayanlik (aktivasyon fonksiyonu). 1

Sekil 3: Bir yapay noéronun sematik isleyisi. Her x; girdisi bir w; agirhgiyla ¢arpilir; carpimlar b
yanlhligiyla toplanarak s skoru elde edilir. Aktivasyon fonksiyonu g daha sonra bu skoru § = g(s)
giktisina doniigtiiriir; bu ¢ikti ara bir nicelik ya da son tahmin olarak kullanilabilir.

Agirliklar, girdilerdeki degisikliklerin skoru nasil etkiledigini belirler. x, ve diger tiim nicelikler
sabit tutulursa, Ax; degisimi s degerini w; Ax; kadar degistirir. Benzer bicimde Ax, degisimi skoru
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wyAx, kadar degistirir. Isaret de 6nemlidir: pozitif bir agirlik girdideki artigin skoru artirmasina,
negatif bir agirlik ise ters etkiye yol acar. Farkli degigkenlerin farkli birim ve 6lgeklere sahip oldugu
durumlarda bu yorum dikkatle kullanilmalidir. Bu nedenle pratik uygulamalarda girdi verileri
egitimden 6nce siklikla normalize edilir ya da standartlagtirilir.

Yanlilik b, afin doniistimdeki sabit terimdir. Geometrik olarak karar sinirinin 6telenmesini saglar.
Eger b = 0 ise su denklem
WX + WoXy = 0

dogrunun orijinden ge¢mesini zorunlu kilar. Yanllik sayesinde simir bagka konumlara taginabilir.
Esdeger olarak, x; = x5 = 0 oldugunda skor basit¢e s = b olur.

Skor néronun son ¢iktisi olmak zorunda degildir. Genel olarak skora bir aktivasyon fonksiyonu g
uygulanir:
¥ =8(s) =g(wix; + waxp +b).

Boylece hesaplama iki asamadan olugur,
S =WX| + WrXy + b,

y = g(s).

Onceki boliimdeki parametre degerleri kullamildiginda s = 1.6 elde edilir. Basamak fonksiyonunu

segersek
(s) 1, s=0,
S) =
0. s<o,

o zaman § = g(1.6) = 1 olur. Kullandigimiz kurala gére meyve elma olarak simmiflandirilir. Bu
aktivasyonla karar, s sifir1 gectiginde degisir; dolayisiyla simif sinir1 tam olarak

WX| + WXy + b =0.
141 242

Dolayisiyla tek bir noéron, ayarlanabilir parametrelere sahip basit bir matematiksel nesnedir. Asil
6nemi, bu tiir gok sayida birimin birbirine baglanmasindan dogar. Ancak bir ag olugturmadan 6nce
aktivasyon fonksiyonunun neden gerekli oldugunu anlamamiz gerekir.

5. Neden bir aktivasyon fonksiyonuna ihtiya¢ duyariz?

Bir noéron 6nce afin bir dontisiim kullanarak skor hesaplar, ardindan aktivasyon fonksiyonunu uy-
gular. Bir sinir agimin karmagik iligkileri temsil edebilmesi i¢in bu ikinci agama gereklidir. Nedenini
gbrmek icin higbir aktivasyon fonksiyonunun kullanilmadig: bir ag disiintiin. Bu durumda her birim
su bigimde olurdu

Yy = WXy + WoXy + b.

Tek boyutlu bir 6rnek i¢in, ilk birimin su ¢iktiy1 {irettigini varsayalim
h=ax+b
ve ikinci birimin sunu hesapladigini diigiinelim

y =ch +d.
6
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Yerine koyma iglemi su sonucu verir
y =c(ax +b) +d = acx + (cb + d),

bu da hala x’in afin bir fonksiyonudur. Ayni sonug ¢ok boyutta da gecerlidir: afin doniigiimlerin bi-
lesimi yine afindir. Bu nedenle dogrusal olmayan bir iglem olmadan ¢ok sayida katman eklemek ag1
temelde daha ifade giicii yliksek héile getirmez; tiim bilesim tek bir afin doniigtimle degistirilebilir.

Bir aktivasyon fonksiyonu bu smirlamay: ortadan kaldirir. s skoru hesaplandiktan sonra néron
genellikle dogrusal olmayan su dontigiimii uygular

h = g(s).

Bu tiir birkag¢ birim birbirine baglandiginda ortaya g¢ikan bilesim artik tek bir afin doéniigiime
indirgenemez. Boylece ag daha karmasgik karar sinirlar: olugturabilir.

En basit aktivasyon basamak fonksiyonudur,

(s) 1, s>0,
S) =
& 0, s<O.

Ikili bir karar iiretir ve simflandirmay1 anlamak icin oldukca yararhdir. Ancak tiirevi s # 0 icin
sifirdir ve s = 0 noktasinda tamimsizdir. Gradyan tabanh egitim parametrelerin nasil degigmesi
gerektigini belirlemek icin tiirevleri kullandigindan, basamak fonksiyonu bu egitim mekanizmasi
i¢in uygun degildir.

Bir alternatif sigmoid fonksiyonudur,

1
8= e
Her gercek sayiy1 kesin olarak 0 ile 1 arasinda bir degere esler. Cok negatif s i¢in ¢ikt1 0’a, ¢ok pozitif
s i¢in 1’e yaklagir; bu ug degerler arasinda gegig diizgiindiir. Sigmoid her noktada tiirevlenebilirdir
ve tirevi

o’ (s) = a(s)(1-a(s)).

(Ciktilar: O ile 1 arasinda oldugundan, ikili simiflandiricilarin gikt1 katmaninda siklikla kullanilir.
Uygun bir kayip fonksiyonuna sahip olasiliksal bir formiilasyonda ¢ikti, 1 ile temsil edilen sinifin
olasiliginin bir tahmini olarak yorumlanabilir. Ancak gizli katmanlarda sigmoid bir giicliikk yara-
tabilir: mutlak degeri biiyilik girdiler icin tiirevi ¢ok kiiciiliir ve derin aglarda kaybolan gradyan
problemine katkida bulunur.

Gizli katmanlarda yaygin olarak kullanilan bir aktivasyon ReLU’dur (Rectified Linear Unit),

ReLU(s) = max(0,s) = {0’ s<0,

s, s=>0.

Iki dogrusal parcadan olusmasina ragmen ReLU genel olarak dogrusal degildir. Tiirevi s < 0 igin
0, s > 0 i¢in 1’dir. s = 0 noktasinda olagan tiirev yoktur ve yazilim uygulamalar1 gradyan igin
bir uzlagim kullanir. Pozitif girdilerde s biiyiidiikce tiirev kiiglilmez; bdylece sigmoidin doyum
mekanizmalarindan biri 6nlenir.

Sekil 4, bu ii¢ aktivasyonu gorsel olarak kargilagtirir: basamak fonksiyonunun ani sigramasi, sigmo-
idin diizgiin gegisi ve ReLU’nun egim degigimi.

Temel ozellikleri agagida 6zetlenmigtir.
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1. Basamak fonksiyonu (step) 2. Sigmoid fonksiyonu (lojistik) ] 3. ReLU fonksiyonu
g(s) g(s) g(s)
% ST AR _
|
]
|
| 0,5
[}
]
|
-9 > s > s } b s
0 0 0
L 520 | 5 0, s<0
2 & S =
g(s) = ‘ g(s) = = s) = max(0, s) =
‘ 0, s<0O J 1+es g() (v) s, s>0
3 Cikti: 0 veya 1. © Gikt: Oile 1 arasinda dogerler. - Ciktiz s < 0icin 0; s 2 0 icin cikti s deg@eridir.
2 “Evet” (1) veya “hayir” (0) karar. ® Dizgin ve sireki gegis. ® Basit ve hesaplanmasi verimlidir.
- s =0 nok a stireksizdir: burada 2 rler nokiada tirevienehiir. s = 0 disinda her noktada tiirevienebilir
ve difer noktalarda tiirevi sifirdir. ® Uzun yillar sinir aglarinda yaygin olarak kullanilmigtir. (tek tarafl tirevier vardin).
Giiniimiizde nadiren kullanilir. ® |s| cok bilyiik oldugunda “doyum” garllebilir 3 E_‘:un‘umufede) en yaygin kullanilan aktivasyon fonksiyonudur
C (gradyanlar gok kiciiktir). ve twrevieri).
[~ ]
@ Sezgi: | @ Sezgi: @ Sezgi:
bi L koru 0 ile 1 \da bi itif di {
*lalarar vertr. ‘ “KesniK derecesine: aonusicrir. ot ot ‘
N 5 5)

) 8
~

Ozet: Aktivasyon fonksiyonu ndrona dogrusal olmayanlik kazandinr,
Onsuz (veya hepsi dcgrusa\ oldugunda), tim ag tek bir dogrusal siniflandirici (bir dogru) gibi davranir.

Sekil 4: Sinir aglarina girig anlatimlarinda yaygin olarak kullanilan ii¢ aktivasyon fonksiyonunun
kargilagtirilmasi. Basamak fonksiyonu ani bir karar verir; sigmoid 0 ile 1 arasinda diizgiin bir gecis
saglar; ReLU ise negatif girdileri bastirirken pozitifleri korur. Dogrusal olmayan aktivasyonlar,
katman yigininin tek bir afin déniislime indirgenmesini engeller.

Fonksiyon  Cikt1  Tirev Tipik kullanim

Basamak {0, 1} s # 0 i¢in sifir; s = 0 i¢in tanimsiz Tarihsel modeller ve 6gretici 6rnekler
Sigmoid (0,1)  Her s i¢in vardir Ikili simflandirmada cikt: katmani
ReLU [0,00) s<0icin0,s>0igin 1 Gizli katmanlar

Bu fonksiyonlarin ayrintilar1 farkhidir, ancak ortak kavramsal rolleri dogrusal olmayanlig1 sisteme
katmaktir. Bir sonraki boliimdeki kii¢iik agin tek bir dogrunun ifade edemeyecegi iligkileri temsil
edebilmesini saglayan da bu dogrusal olmayanliktir.

Daha ileri gitmek isteyen okuyucular igin Haykin [5] sinir aglarinin klasik bir ele aligin1 sunarken,
Goodfellow, Bengio ve Courville [3] aktivasyon fonksiyonlarimi ve derin ag egitimini daha genis
bir ¢ergevede tartigmaktadir. Nielsen'in ticretsiz erigilebilen metni [7], néronlar, aktivasyonlar ve
ogrenme hakkinda sezgi gelistirmek i¢in 6zellikle erigilebilirdir.

6. Kiiciik bir sinir ag1 kurmak

Simdi iki girdili, ti¢ néron igeren tek bir gizli katmanli ve tek bir ¢ikt1 néronlu bir ag: ele aliyoruz.
Girdiler yine

x; = kiitle, Xy = gap,

ve Sekil 5’te gosterildigi gibi her ikisi de her gizli nérona verilir.
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Girdi katmani Gizli katman Cikti katmani
(girdiler) (3 noron) (1 ndron)
«—ibi
Kitle = a
‘ 141 ¢
7JC> . b, V2 . 5N ~
h, 2 y
Tahmin
Cap (6rn.: elma veya portakal)
V3
b3

—b(}irjfiden gizli katmana

AGizli ciktl —, N .
baglantilar baglantilar Her néronun yanliligi

Sekil 5: Sinir ag1 hesaplamasini tanitmak icin kullanilan 6gretici 2-3-1 mimarisi. Tki girdi — kiitle
ve ¢ap — gizli katmandaki {i¢ néronu besler. Bunlarin hy, h,, hy aktivasyonlar1 daha sonra ¢ikt1
néronu tarafindan birlestirilerek § tahmini iiretilir. Her baglantinin ayarlanabilir bir agirligi, her
néronun da bir yanlilig: vardir.

Gizli katman ¢iktilar: hy, h, ve h;y olsun. Her néron ayni iki girdiyi alir, ancak kendi agirliklarina
ve yanliligina sahiptir:
hy =g (wiix; + wipxp +by),

hy = g (Wa X + WaXp + by),

hs = g (W31X] + W3p% + b3) .

Ug néron da ayni kiitle ve ¢apt almasina ragmen parametreleri farkli oldugu igin farkl yanitlar
iiretebilir. Egitim sirasinda bu parametreler, ara aktivasyonlar simiflandirma i¢in yararl hale gelecek
bicimde ayarlanir.

Daha sonra h;, h, ve hs nicelikleri ¢ikt1 néronuna iletilir; ¢ikt1 néronu sunu hesaplar
Sout = Vlhl + V2h2 + V3h3 +C

ve su ¢iktiy1 iiretir
}A’ = Zout (Sout) .

Tkili problemimiz i¢in sigmoid ¢ikt1 kullaniyoruz:

5/'=0'(V1h]+V2h2+V3h3+C), 0<§7<1.

Elma icin y = 1, portakal i¢in y = 0 kullanildiginda 0.5 esigi su sinif kararini verir

v > 0.5 = elma, 7 < 0.5 = portakal.
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Bu nedenle 1’e yakin degerler giiclii bicimde elmalarla, 0’a yakin degerler ise portakallarla iligkilidir.
Daha o6nce belirtildigi gibi, ¥ degerini sayisal olarak bir olasilik biciminde yorumlamak model ve
egitimi hakkinda ek varsayimlar gerektirir. Burada kullanilan simiflandirma kurali i¢in § degerini
siirekli bir ag ¢iktisi olarak goérmek yeterlidir.

Bu mimarinin temel 6zelligi ara temsildir
(x1,%2) — (hy,hy,h3) — 3.

Ag iki ozellik alir ve son yamti retmeden Once Ui¢ yeni nicelik olugturur. Bu aktivasyonlar elle
secilmez: agirliklara ve yanhliklara baghdir ve dolayisiyla parametreler egitildikce degisir.

Kiiciik boyutuna ragmen agin simdiden on {i¢c ayarlanabilir parametresi vardir. U¢ gizli néron

32+1)=9
parametre igerir ve ¢ikt1 néronu da
3+1=4.
Therefore,
9+4=13.

Ayni sayim matris gosteriminde daha acgik hale gelir. Soyle tanimlayalim

x | Wit Wiz by
X:[l], W(): Wo1 Woof, b(l): bz.

W31 W32 b3

Boylece gizli katman kisa bigimde goyle yazilabilir
h=g(Whx+b1)),

burada g bilegsen bazinda uygulanir. Cikt: igin,
y=0(W*h+bp?),

burada
W(z) = [Vl V2 V3] .

Bu gosterim, Python programinda kargimiza ¢ikacak yapiy1 6nceden haber verir. Girdiye bir meyve
verildiginde ve ¥ elde edilene kadar ardigik aktivasyonlar1 hesapladigimizda ileri yayilim ya da ilers
gecis gerceklestiririz. Temel soru hala aynidir: tahminlerin verilere uymasi i¢in on ii¢ parametre
otomatik olarak nasil belirlenebilir?

7. Bir sinir ag1 nasil 6grenir?

Agirliklar ve yanhliklar 6nceden bilinmez. Dogru yaniti bilinen 6rnekler kullanilarak ayarlanmalar:
gerekir. Bu siirece egitim denir ve su dongiiyle 6zetlenebilir

tahmin et | — ‘ hatay1 6l¢ ‘ — ’ parametreleri ayarla ‘ — | tekrarla |.
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Dogru sinifi portakal olan, yani y = 0 igin kiitlesi 140 g ve cap1 7.0 cm olan bir meyveyi ele alalim.
Egitimin bir asamasinda agin y = 0.80 giktis1 verdigini varsayalim. Tahmin ile hedef arasindaki
farkin basit bir 6lgiisii karesel hatadir

Bu 6rnek igin,

E=-(0-0.80)% = 0.32.

N =

Bu ifade tek bir 6rnek igin bir kaywp fonksiyonudur. Kare oldugu icin E > 0’dir ve hedeften daha
uzak tahminler daha biiyiik ceza alir. 1/2 ¢arpani minimumun konumunu degistirmez, ancak tiirev-
leri basitlestirir. Tkili ssmiflandirmada, 6zellikle capraz entropi olmak iizere bagka kayip fonksiyonlar:
da sik¢a kullanilir. Burada karesel hatayi, cebiri agik oldugu ve optimizasyon ile geri yayilimi ta-
nitmak i¢in yeterli oldugu i¢in kullaniyoruz [2, 3].

Egitim kiimesi N 6rnek igeriyorsa genel bir 6l¢ii ortalama kayiptir

J= E;

i-

z| -
1=

i=

Her tahmin agin agirliklarina ve yanhliklarina baghdir; dolayisiyla J de bu parametrelerin tiimiine
baghdir. Egitim, J degerini kiiciilten parametre degerlerini aramak demektir.

Ayarlama mekanizmasini anlamak icin 6nce tek bir w agirhigr digindaki tiim parametrelerin sabit
tutuldugunu diistinelim. Bu durumda kayb1 J = J(w) fonksiyonu olarak gorebiliriz. Sekil 6, simdi
inceleyecegimiz egitimin temel agsamalarini 6zetlemektedir.

Kalkiiliis altyapisi sinirli okuyucular i¢in tiirev burada bir yerel duyarhilik 6lciisii olarak yorumla-
nabilir: bir parametredeki kii¢iik bir degigikligin kayb1 nasil degigtirme egiliminde oldugunu séyler.
Isareti fonksiyonu yerel olarak hangi yoniin artirip azalttigmi, bityiikliigii ise bu yerel degisimin
gliciinii gosterir.
Tirev

aJ

aw
yerel egimi verir. Pozitifse w’deki kii¢iik bir artig J’yi artirma egilimindedir; bu nedenle agirlik ters
yonde hareket etmelidir. Negatifse w’yi artirmak yerel olarak J’yi azaltma egilimindedir. Her iki

durum da su ifadeyle agiklanir
aJ

Whew = Wold ~ 150>
bu, gradyan inisinin temel fikridir. Pozitif n sayis1 égrenme oranidir; adim biyiikligiini kontrol
eder. Cok kiiciik bir deger egitimi yavaglatabilir, agir1 biiytk bir deger ise salinima ya da kararsizliga
neden olabilir.

Cok sayida parametre iceren bir ag i¢in 6 herhangi bir agirlik ya da yanliligh gostersin. Giincelleme

su hali alir
aJ

Onew = o1a — 77%

Tim kismi tiirevlerin olugturdugu kiime kaybin gradyanini olugturur. Geometrik olarak gradyan
en hizli yerel artig yoniinii gosterir; dolayisiyla negatif gradyan yerel azalma yoniinii verir.
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Cunha Jr
e N — - —
o ILERI YAYILIM (forward pass) ( €  GERI YAYILIM (backpropagation)
Bilgi, bir tahmin iiretmek icin girdilerden ‘ Her parametrenin etkisini he saplamak igin
(:\kl\ya dogru ilerler. hata geriye dogru yayilir.
e HATA HESABI

Girdiler

A
[~

Gizli katman Cikti katmani Hata
(1 noron) gradyanian

§ tahminini dogruy degeriyle
Karsilastrmz.

Agiiikar ve yaniiikiar
<" ayanandbiin

X1

Kitle

g0) T

Tahmin Tahmin
@ | &
P
Cap E= E (y =57) Gap
@ rosiraeriair v, . . tann her airik ve yanliiga gére
Hat Gy O oy
. - (gradyanlan) hesaplariz.
Her nofon okt agrtian, yaniig vo 39‘""“""”“"‘%‘9‘"‘ gosterir
() akivasyon fonksiyorums kulanarak hesaplar.
6 Bu tirevler her parametrenin hangi yénde:
@ oo i ayarianmas gerekigini gosieri.
\ = = _ 4 b A T e R 7/’
T e PARAMETRE GUNCELLEMESI | ) ____________________________
o TEKRARLA { !
Her wagrrigi ve b yanlligi hatay azaltan yonde ayarian. | ——— Girdicen gizi katmana baglantiar [
| 1
Ongama |
= y JE i !
ok sayida drnek sunar ve hata kiliOy Gincelleme kurall = i el -—— 1
gm v enck s v L incdeme Onovo = Oantigo — 1 30 |~ G amandanoutkamanna baarier |
pok boyunca tekrarlanz. L / / / 1 !
X | === Hataas (geriyayim) I
Epok ! :
parametrenin meveut Sgrenme  atann ¢ dogarinn g
e e g e s 190 wavasyontonksyons !
oS
Temel i a dene, hatay e, paametrdlrii ayatar ve yoriden dener.
Cok sayida denemeyle giderek daha ii tahminler yapmayi ogrenir.

Sekil 6: Bir sinir agmin temel egitim dongiisii. Ileri gecis girdileri bir tahmine déniistiiriir; kayip
fonksiyonu tahmin ile hedef arasindaki fark: 6lger; geri yayilim zincir kuralim kullanarak gradyan-
lar1 hesaplar; gradyan inisi ise bu gradyanlar1 agirliklar1 ve yanlhliklar: giincellemek i¢in kullanir.
Bu déngiiniin ¢ok sayida epok boyunca tekrarlanmasina 6grenme diyoruz.

Ag birkag fonksiyonun bilesimiyken bu tiirevleri yine de hesaplamamiz gerekir. Tleri gecis sirasinda
bilgi su sekilde ilerler
girdiler — gizli katman — gikti.

Erken bir katmandaki parametrenin kaybi nasil etkiledigini belirlemek i¢in bagimliliklar zincirini
matematiksel olarak ters yonde izleriz. Bu isleme geri yayilsm denir. Oziinde zincir kuralinin siste-
matik ve verimli bir uygulamisidir. Rumelhart, Hinton ve Williams [8], bu yontemin gizli katmanh
aglarda yayginlagmasina iligkin klasik bir kaynak sunarken; Nielsen [7] ayrintili ve 6zellikle 6gretici
bir tiiretim vermektedir.

E’nin §’ye, $’nin h aktivasyonuna ve onun da w agirligina bagh oldugu basit bir bagimhlik zinciri
igin zincir kural sunu verir

0E  dE dy oh

dw ~ dy dh aw’
Her ¢arpan w’nin son kayip iizerindeki etkisinin bir agamasini agiklar. Daha biiyiik aglar bu tiir
¢ok sayida zincir igerir ve geri yayilim hesabi, ara tiirevlerin her parametre igin ayri ayr1 yeniden
hesaplanmasi yerine tekrar kullanilmasini saglayacak bicimde diizenler.

Pratikte egitim ¢ok sayida ornek kullanir. Egitim kiimesinin tamamindan bir kez ge¢meye epok
denir. Parametreler, bu makalenin ilerleyen kismindaki 6gretici programda oldugu gibi her 6rnekten
sonra ya da biiyiik aglarda yaygin olan mini-yigin adi verilen kiigiik 6rnek gruplarindan sonra
gilincellenebilir. Her iki durumda da tahmin, kayip, gradyan ve giincelleme dongiisii ¢ok sayida
epok boyunca tekrarlanir.
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Bu gelisimi somut bi¢cimde gorsellestirmenin bir yolu, sabit bir ¢rnege iligkin tahmini egitimin
farkli asamalarinda izlemektir. Dogru smnifi portakal olan, kiitlesi 140 g ve cap1 7.0 cm olan mey-
veyi yeniden ele alalim. Tablo 1 varsayimsal bir ilerlemeyi gostermektedir. Bu degerler belirli bir
caligtirmaya ait degildir; yalnizca mekanizmay1 agiklamak icindir.

Tablo 1: Egitim sirasinda ayni meyve i¢in ag tahmininin varsayimsal gelisimi. Yinelenen parametre
glincellemeleri baglangicta yanlig olan bir ¢iktiyr hedef etiketle uyumlu bir simflandirmaya dogru
tagiyabilir.

Epok Tahminy Kayip E Smiflandirma

1 0.86 0.37 Elma
5 0.71 0.25 Elma
10 0.55 0.15 Elma
20 0.31 0.05 Portakal
40 0.09 0.004 Portakal

Baglangicta ¢ikt1 1’e yakindir ve meyve yanlhglikla elma olarak simiflandirilir. Parametreler ayarlan-
dikca tahmin azalir ve sonunda 0.5 esigini gecerek dogru sinifi tiretir. Bu siiregte degisen, agirliklarin
ve yanliliklarin sayisal degerleridir; ag mimarisi sabit kalir.

Egitim verisindeki kayb1 azaltmak nihai amag degildir. Yararh bir ag, parametreleri uyarlamak igin
kullanilmamig 6rneklerde de iyi tahminler yapmalidir. Bu yetenege genelleme denir. Bir model egi-
tim kiimesinin kendine 6zgii ayrintilarina agir1 uyum saglayip yeni verilerde daha kot performans
gosterdiginde asirt dgrenme ortaya gikar. Daha dikkatli degerlendirmelerde veriler genellikle egi-
tim, dogrulama ve test kiimelerine ayrilir: birincisi parametreleri uyarlar, ikincisi model geligtirme
sirasinda yapilan secimleri destekler, {i¢ilinciisii ise son degerlendirme i¢in saklanir. Genelleme ve
model degerlendirmesi hakkinda daha genis tartigmalar Faceli ve arkadaglarinda [2] ve Goodfellow,
Bengio ve Courville’de [3] bulunabilir.

Baylece bir sinir aginda 6grenmenin matematiksel anlamina ulagtik. Bu baglamda 6grenmek, bi-
lesik bir fonksiyonun parametrelerini verideki bir hata o6lgiisiinii azaltacak ve ideal olarak yeni
orneklere genelleyecek bicimde ayarlamak demektir. Ag tahmin yapar, kaybi hesaplar, paramet-
relerin bu kaybi nasil etkiledigini belirlemek i¢in tiirevleri kullanir ve art arda kiigiik diizeltmeler
gergeklegtirir.

8. Matematikten Python’a

Simdi denklemlerden caligtirilabilir bir programa geciyoruz. Amag 6zel bir sinir ag1 kiutiiphanesi
kullanmak degil, makale boyunca gelistirdigimiz matematiksel iglemleri NumPy ile dogrudan uy-
gulamaktir [4]. Boylece dogrusal birlegimlerin, aktivasyon fonksiyonlarinin, kayip hesabinin, geri
yayilimin ve gradyan iniginin kodda nasil gériindigiint satir satir gérmek miimkiin olur.

Daha ikna edici bir son 6rnek ic¢in, daha genis bir kiitle-cap bolgesine yayilmig sentetik bir veri
kiimesi kullamiyoruz. Yine yalmzca iki fiziksel 6zellikle — gram cinsinden kiitle ve santimetre
cinsinden ¢ap — calisiyoruz; ancak bu kez 64 egitim 6rnegini diizlemin genig bir bolgesine dagitiyor
ve ek sekiz Ornegi aciklayici bir test icin ayiriyoruz. Veriler sentetiktir ve elma ile portakallar
icin makul araliklarda tutulmustur. Tim noktalar1 agir1 yapay birka¢ kiimeye yogunlagtirmadan
dogrusal olmayan bir karar sinir1 olusturacak bigimde tasarlanmiglardir.
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Geometrik fikir basittir. Kiitle-¢ap diizleminde bir referans egrisi tanimlar, elmalar1 bu egrinin
ustiindeki iki banda, portakallar: ise altindaki iki banda yerlegtiririz. Gézlemlerin daha genis bir
bolgeyi kaplamasi i¢in hem kiitleye hem capa kiigiik deterministik pertiirbasyonlar eklenir. Ortaya
¢ikan Ornek onceki ¢izimlerden daha zengindir: daha fazla nokta igerir, veriler bolgeye yayilmigtir
ve uygun karar sinir1 bir dogrudan belirgin bi¢cimde daha egridir.

Bu son hesaplama deneyi igin gizli katmani on iki ReLU néronuna genisletiyoruz. Bu, 6nceki
boéliimlerde incelenen kavramsal yapiy1 degistirmez; yalnizca agin daha karmagik bir sinir1 temsil
etme kapasitesini artirir. Uc néronlu 6gretici agdaki 13 parametre yerine artik 49 ayarlanabilir
parametremiz vardir: ilk katmanda 24 agirlik ve 12 yanlhilik, ardindan ¢ikt: katmaninda 12 agirhik
ve bir yanlilik. Denklemler tam olarak ayni bigimi korur; yalnizca vektorler ve matrisler biiytir.

T e « a P u‘("\r". v 'l—"' ..
Tam program agagida verilmigtir

import numpy as np
import matplotlib.pyplot as plt
from matplotlib.lines import Line2D

relu(s):
return np.maximum(0, s)

relu_derivative(s):
return (s > 0).astype(float)

sigmoid(s):
return 1 / (1 + np.exp(-s))

base_boundary (m) :
return 6.68 + 0.74*np.exp(-((m-155)/20)**2) \
+ 1.50/(1 + np.exp(-(m-202)/5))

build_data():

masses_1 = np.linspace(118, 212, 16)

masses_2 = masses_1 + np.array([
1.2,-1.1,0.8,-1.3,1.0,-0.8,1.
1.3,-0

D

k = np.arange(16)

-

1,-1
.9,0.9,-1.2,1.0,-1.0,0.8,-0

@5
7

np.column_stack([
masses_1,
base_boundary(masses_1) + 0.22 + 0.05%np.sin(0.8xk)

np.column_stack([
masses_2,
base_boundary(masses_2) + 0.58 + 0.06%np.cos(0.45%k)

0ol = np.column_stack([

masses_1,

base_boundary(masses_1) - (0.22 + 0.04#*np.cos(0.7*k))
D

02 = np.column_stack([
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masses_2,
base_boundary (masses_2) - (0.55 + 0.05%np.sin(0.5%k))
D

X_train = np.vstack([al, a2, ol, 02])
y_train = np.array([1.0]*32 + [0.0]*32)

X_test = np.array([
[121.0, 7.20], [135.0, 7.45],
[152.0, 7.75], [171.0, 7.32],
[121.0, 6.28], [152.0, 6.86],
[189.0, 6.48], [208.0, 7.55]

y_test = np.array([1,1,1,1,0,0,0,0], dtype=float)

return X_train, y_train, X_test, y_test

predict(X, mean, std, Wi, bl, W2, b2):
Xn = (X - mean) / std
outputs = []
for x in Xn:
h = relu(Wl @ x + bl)
y_hat = sigmoid(W2 @ h + b2)
outputs.append (y_hat)
return np.array(outputs)

X_train, y_train, X_test, y_test = build_data()

mean = X_train.mean(axis=0)
std = X_train.std(axis=0)
Xn = (X_train - mean) / std

rng = np.random.default_rng(42)

Wi = 0.1 * rng.standard_normal((12, 2))
bl = np.zeros(12)

W2 = 0.1 * rng.standard_normal(12)

b2

eta =

n_epochs = 6000

history = []

for epoch in range(n_epochs):
for i in rng.permutation(len(Xn)):
x = Xn[i]
target = y_train[i]

zl = Wl @ x + bl

h = relu(zl)

z2 = W2 @ h + b2
y_hat = sigmoid(z2)

delta2 = (y_hat - target) * y_hat * (1 - y_hat)
dW2 = delta2 * h

db2 = delta2

deltal = (delta2 * W2) * relu_derivative(z1l)
dWl = np.outer(deltal, x)

dbl = deltal
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= eta
= eta
eta
eta

errors = []
for x, target in zip(Xm, y_train):
h = relu(Wl @ x + bl)
y_hat = sigmoid(W2 @ h + b2)
errors.append(0.5 * (target - y_hat)**2)
history.append(np.mean(errors))

make_figure():

masses = np.linspace(116, 214, 500)

diameters = np.linspace(6.0, 8.85, 500)

M, D = np.meshgrid(masses, diameters)

grid = np.column_stack([M.ravel(), D.ravel()])

P = predict(grid, mean, std, Wi, bl, W2, b2).reshape(M.shape)

fig, ax = plt.subplots(figsize=(9.2, 6.3))
ax.contourf (
M, D, P,
levels=[0.0, 0.25, 0.50, 0.75, 1.0],
colors=["#f3e0Ocb", "#ecd5c4", "#dbeT7cf", "#cde3bf"],
alpha=0.95
)
ax.contour(M, D, P, levels=[0.5],
colors=["#5ala8a"], linewidths=2.2)

mask = y_train == 1.0

ax.scatter(X_train[mask,0], X_train[mask,1], marker="o",
s=48, facecolors="white", edgecolors="black",
linewidths=1.1, label="Elma - geitim")

mask = y_train == 0.0

ax.scatter(X_train[mask,0], X_train[mask,1], marker="s",
s=48, facecolors="white", edgecolors="black",
linewidths=1.1, label="Portakal - geitim")

mask = y_test == 1.0

ax.scatter (X_test[mask,0], X_test[mask,1], marker=""",
s=92, color="#1f77b4", label="Elma - test")

mask = y_test == 0.0

ax.scatter(X_test[mask,0], X_test[mask,1], marker="x",
s=110, color="#ff7f0e", linewidths=2.0,
label="Portakal - test")

ax.set_xlabel ("Kiitle (g)")
ax.set_ylabel("Cap (cm)")
ax.set_title("gEitimden sonra sinir gia giiikts")

handles = [

Line2D([0], [0], marker='o', markersize=9,
markerfacecolor='white', markeredgecolor='black',
linestyle='None', label='Elma - geitim'),

Line2D([0], [0], marker='s', markersize=9,
markerfacecolor='white', markeredgecolor='black',
linestyle='None', label='Portakal - geitim'),

Line2D([0], [0], marker='""', markersize=9, color='#1f77b4',
linestyle='None', label='Elma - test'),

Line2D([0], [0], marker='x', markersize=10, color='#ff7f0e',
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linestyle='None', label='Portakal - test'),
Line2D([0], [0], color='#5ala8a', 1lw=2.2,
label='Sinir gia karar 1iisnr')
]
ax.legend(handles=handles, loc='center left',
bbox_to_anchor=(1.02, 0.5), frameon=True)

fig.tight_layout()
plt.show()

Kod, makalede incelenen ilk denklemlerden daha uzun olsa da yapisi agiktir. build_data() fonk-
siyonu 64 egitim 6rnegini ve sekiz aciklayici test 6rnegini otomatik olarak iiretir. Ardindan her iki

degigkeni su gekilde standartlagtiririz
s N H
X7 = s
J Gj

burada p; ve o; yalmzca egitim kiimesinden hesaplanir. Bu, test kiimesinin parametre uyarlamasin
etkilemesini 6nler ve ayni zamanda kiitle ile cap1 kargilagtirilabilir sayisal 6lgeklere getirir.

Tleri gecis 6ziinde degismez. Tek fark, ilk katmanin artik on iki gizli aktivasyondan olusan bir vektor
iiretmesidir. Matris gosteriminde,

2D =W x+b1M,  h=ReLU®z"),

22 = W?h+p?, ¥ =0(z?).

Bu dort satir hala algoritmanin matematiksel 6ziinii igerir. Egitim de daha énce tamitilan mantig:
korur: tahmin hesaplamak, hatayi 6lgmek, duyarlilik bilgisini tiirevler yardimiyla geriye yaymak
ve parametreleri kiiciik gradyan inigi adimlariyla giincellemek.

Kodda ¢ikt1 katmanindaki geri yayilim su satirda goriiniir
delta2 = (y_hat - target) * y_hat * (1 - y_hat)
ve gizli katmana yayilim gu satirda goriiniir

deltal = (delta2 * W2) * relu_derivative(zl)

ardindan tiim agirhiklar ve yanhliklar giincellenir. Ornekler her epokta karigtirildigi ve parametreler
her gbzlemden sonra giincellendigi i¢in bu uygulama stokastik gradyan inisinin temel bir bigimidir.

Burada kullanilan rastgele tohum ve hiperparametrelerle son ortalama kayip 107> ile 107* merte-
besindedir ve 64 egitim 6rneginin tamamn ile sekiz aciklayici test 6rnegi beklenen simiflandirmay:
alir. Bu sonug kat1 bir istatistiksel performans degerlendirmesi olarak yorumlanmamaldir: veriler
sentetiktir ve 6gretici amaglarla olusturulmustur. Amaglar1, daha az basit bir ortamda kii¢iik bir
sinir aginin belirgin bicimde dogrusal olmayan bir karar sinirini nasil 6grenebildigini gostermektir.

Sekil 7, programin son ¢iktisini kiitle—cap diizleminde gostermektedir. Tim egitim noktalar1 gos-
terilmistir. Vurgulanan egri § = 0.5 diizeyidir ve agin 6grendigi karar sinirii temsil eder; golgeli
bolgeler agin tahmin ettigi iki sinifi gésterir. Daireler egitim elmalari, kareler egitim portakal-
lar1, tiggenler test elmalar1 ve carpilar test portakallaridir. Higbir veri noktasini kapatmamasi igin
aciklama kutusu ana ¢izim bolgesinin digina yerlegtirilmigtir.
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Egitimden sonra sinir agi ¢iktisi

8.5 A

Elma — egitim

Portakal — egitim

Cap (cm)

> OO0

Elma — test
Portakal — test

Sinir ag karar sinirt

6.0 T T T
120 140 160 180 200

Kdtle (g)

Sekil 7: Sinir aginin egitiminden sonra elde edilen Python g¢iktisi. Sentetik veri kiimesi, kiitle-cap
diizleminin genig bir bolgesine yayilmig 64 egitim 6rnegi ve aciklayici bir test icin ayrilmig sekiz
ek ornek igerir. Vurgulanan egri § = 0.5 diizeyidir ve 6grenilen karar sinirini temsil eder; golgeli
bolgeler agin tahmin ettigi simiflar1 gésterir. Daireler egitim elmalari, kareler egitim portakallari,
iiggenler test elmalar1 ve carpilar test portakallaridir.

Iki basit nokta grubunu ayiran bir dogruyla bagladik ve ag parametrelerinin otomatik ayarlanmas
sonucu egri bir smirin ortaya ciktigi daha zengin bir hesaplama 6rnegiyle bitirdik. Matematige
gizemli hicbir sey eklenmedi: uygulama yalmzca afin birlegimleri, aktivasyon fonksiyonlarini, tii-
revleri, matris ¢carpimlarini ve gradyan inisi giincellemelerini daha biiyiik 6lcekte ve yiiksek hizda
diizenleyip tekrar eder [3, 7].

Bu makaleyle iligkili tiim hesaplama materyalleri — kod ve ¢aligtirilabilir bir Google Colab defteri
dahil — https://neuralmath.org adresinde sunulmaktadir. Boylece érnekleri incelemek, yeniden
iiretmek ya da uyarlamak isteyen okuyucular i¢in tek bir erisim noktas1 saglanmaktadir.

Yapay zeka kullanim beyani. Yazar, OpenAl tarafindan geligtirilen ChatGPT’yi taslak hazirlama,
dil diizeltme, anlatimin diizenlenmesi ve Ogretici sekillerin olusturulmasinda destek araci olarak
kullanmigtir. Matematiksel icerigin tasarlanmasi ve geligtirilmesi, kod ve kullanilan kaynaklar dahil
olmak {izere ¢aligmanin nihai igeriginin tiim sorumlulugu yazara aittir.
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