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Vorwort

Dieser Text entstand aus einer einfachen Idee: die mathematischen
Operationen in einem kleinen neuronalen Netz sichtbar zu machen. In vielen
einfithrenden Darstellungen erscheinen neuronale Netze als leistungsfahige,
aber undurchsichtige Werkzeuge. Man lernt, eine Bibliothek aufzurufen, ein
Training auszufithren und eine Verlustkurve zu betrachten, ohne
notwendigerweise die Folge von Operationen zu sehen, die Daten in eine
Entscheidung verwandelt. Hier gehen wir den umgekehrten Weg. Wir
beginnen mit einem elementaren geometrischen Problem, interpretieren
einen linearen Klassifikator als kiinstliches Neuron, fithren
Aktivierungsfunktionen ein, verbinden Neuronen zu einem kleinen Netz und
gelangen Schritt fir Schritt zu Gradienten, Gradientenabstieg und
Backpropagation.

Der Text richtet sich an Leserinnen und Leser mit relativ geringen
Vorkenntnissen in Analysis und Statistik: Studierende, Lehrende und
Selbstlernende. Ziel ist nicht, so stark zu vereinfachen, dass die Mathematik
verschwindet, sondern die Darstellung so zu organisieren, dass jede neue Idee
auf etwas Vertrautem aufbaut: einem Punkt in der Ebene, einer Geraden, einer
Funktionskomposition, einer Ableitung und der Kettenregel. Python- und
NumPy-Code ergeben sich dann als natlrliche Folge dieser Konstruktion;
Gleichungen und Algorithmus sind zwei Beschreibungen desselben Objekts.
Am besten liest man daher mit gedffnetem Notebook und fithrt jeden Schritt
aus und verandert ihn.

Dieser Text ist Teil der NeuralMath-Sammlung, die in 26 Sprachen verfiighar
ist. Alle Fassungen bhewahren dieselben Gleichungen, Abbildungen,
numerischen Beispiele und Abschnittsnummern, sodass Leser verschiedener
Sprachen gemeinsam lernen konnen. Eine wichtige Hiirde beim Lernen von
Mathematik und Informatik ist nicht nur begrifflicher, sondern auch
sprachlicher Art, und jeder Leser verdient einen Zugang in der eigenen
Sprache.

Mein Ziel ist, dass der Leser den Weg mit einem weniger geheimnisvollen Bild
eines neuronalen Netzes beendet. Moderne neuronale Systeme mussen dafir
nicht als einfach dargestellt werden. Es gentigt zu zeigen, dass unter der Grofse
und Komplexitdt heutiger Anwendungen weiterhin mathematische Ideen
wirken, die untersucht, hergeleitet, implementiert und verstanden werden
konnen.

Americo Cunhar. - 2026
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Die mathematische Anatomie eines neuronalen Netzes

Americo Cunha Jr®

Zusammenfassung

Wir geben eine mathematische Einfiihrung in kiinstliche neuronale Netze anhand eines einfachen Klassifi-
kationsproblems. Ein linearer Klassifikator fiihrt auf natiirliche Weise zum Begriff des kiinstlichen Neurons;
anschliefend betrachten wir Gewichte, Biases, Aktivierungsfunktionen und die Zusammenschaltung von
Neuronen zu einem kleinen Netz. Das Training wird {iber Verlustfunktionen, Ableitungen, Gradientenab-
stieg und Riickpropagation eingefiihrt. SchlieBlich implementieren wir das Modell direkt in Python und
machen die Entsprechung zwischen Gleichungen und Algorithmus explizit. Ziel ist zu zeigen, wie vertraute
Ideen aus analytischer Geometrie, linearer Algebra und Differentialrechnung eine zugingliche Grundlage
fiir das Verstdndnis der grundlegenden Mechanismen neuronaler Netze bilden.

Schliisselworter: kiinstliche neuronale Netze; maschinelles Lernen; Mathematikdidaktik; Riickpropagation;
Python.

1. Wann kann ein Computer lernen?

Im Alltag treffen wir Klassifikationsentscheidungen fast ohne es zu bemerken. Beim Betrachten einer
Frucht erkennen wir schnell, ob es sich um einen Apfel oder eine Orange handelt; wenn eine Nachricht
auf dem Telefon eingeht, unterscheiden wir eine legitime Unterhaltung von unerwiinschter Werbung; in
der medizinischen Analyse konnen mehrere Messgrolen kombiniert werden, um eine Entscheidung zu
unterstiitzen; und in Finanzinstituten werden zahlreiche Informationen ausgewertet, bevor ein Kredit gewihrt
wird. In all diesen Beispielen werden mehrere Merkmale gemeinsam betrachtet, um eine Antwort zu
erzeugen.

In vielen traditionellen Computerprogrammen werden die Regeln, die zu dieser Antwort fiihren, vom
Programmierer ausdriicklich vorgegeben. Dieser Ansatz funktioniert gut, wenn die Regeln bekannt sind und
klar formuliert werden konnen. Er wird weniger wirksam, wenn die Daten stark variieren oder wenn es
schwierig ist, im Voraus jede Bedingung zu formulieren, die fiir eine gute Entscheidung erforderlich ist.
Daraus ergibt sich eine natiirliche Frage:

Konnen wir ein Programm konstruieren, das eine Entscheidungsregel aus
Beispielen lernt, anstatt die Regel im Voraus zu erhalten?

Dies ist eine der zentralen Ideen des maschinellen Lernens, eines Teilgebiets der kiinstlichen Intelligenz, das
sich mit Verfahren beschiftigt, die Modelle aus Daten anpassen [2, 3]. Bei einem Problem des iiberwachten
Lernens erhélt der Algorithmus Beispiele zusammen mit den korrekten Antworten, und wir suchen ein
Modell, das auch fiir Fille sinnvolle Vorhersagen liefern kann, die beim Training nicht verwendet wurden.
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Unter den zahlreichen zu diesem Zweck entwickelten Modellen haben kiinstliche neuronale Netze groB3e
Bedeutung in Anwendungen wie Bilderkennung, Sprachverarbeitung, Signalanalyse und Zeitreihenprognose
erlangt [6].

Die Verwendung neuronaler Netze als Briicke zwischen Mathematik, Informatik und schulischer Bildung
wurde in Professor de Matematica Online bereits von Batista und Martins [1] diskutiert; dort wird eine
Aktivitit zur Lehrkriftebildung mit Python und Ziffernerkennung vorgestellt. Der vorliegende Beitrag
verfolgt einen ergéinzenden Weg. Unser Hauptziel besteht darin, die innere Mathematik eines kleinen
neuronalen Netzes offenzulegen, beginnend mit analytischer Geometrie und schrittweise fortschreitend bis
zur Gradientenberechnung und zu einer manuellen Implementierung der Riickpropagation.

Trotz der Komplexitit moderner Anwendungen lésst sich der mathematische Kern eines neuronalen Netzes
mit vergleichsweise vertrauten Ideen einfiihren. Grundsitzlich ist ein neuronales Netz eine Verkettung von
Funktionen, deren Parameter anhand von Daten angepasst werden. Wir beginnen mit einem einfachen geo-
metrischen Problem, interpretieren eine Trennlinie als kiinstliches Neuron neu, verbinden mehrere Neuronen,
untersuchen die Rolle von Aktivierungsfunktionen und zeigen, wie Ableitungen zur automatischen Anpas-
sung der Netzparameter verwendet werden konnen. AnschlieBend implementieren wir ein vollstandiges
kleines Beispiel in Python und halten dabei eine direkte Entsprechung zwischen den Gleichungen und dem
Code aufrecht.

2. Mathematische Darstellung des Problems

Um zu verstehen, wie ein neuronales Netz funktioniert, beginnen wir mit einem bewusst einfachen Problem:
Apfel von Orangen zu unterscheiden. Eine Frucht besitzt viele Merkmale, die fiir diese Aufgabe niitzlich
sein konnten, etwa Farbe, Masse, Durchmesser, Textur und Aroma. Ein erstes mathematisches Modell muss
jedoch nicht diese gesamte Komplexitit beriicksichtigen. Wir verwenden nur zwei leicht messbare Grofen:
die Masse in Gramm und den Durchmesser in Zentimetern.

Jede Frucht wird daher durch ein geordnetes Paar dargestellt,

(X17X2)7

wobei
x1 = Masse und X9 = Durchmesser.

Das Paar (155, 7.2) représentiert somit eine Frucht mit einer Masse von 155 g und einem Durchmesser
von 7.2 cm. Indem wir das physische Objekt durch zwei numerische Messwerte ersetzen, ordnen wir jeder
Frucht einen Punkt in der kartesischen Ebene zu: Die erste Koordinate gibt ihre Masse, die zweite ihren
Durchmesser an. Abbildung 1 veranschaulicht diese Darstellung fiir eine hypothetische Menge von Apfeln
und Orangen.

Diese Transformation veridndert den scheinbaren Charakter des Problems. Anstatt direkt zu fragen, wie man
einen Apfel oder eine Orange erkennt, konnen wir eine geometrische Frage stellen: Wie lassen sich die zu
den beiden Klassen gehorenden Punkte in der Ebene trennen? Dieser Perspektivwechsel ist im maschinellen
Lernen grundlegend. Bilder, Texte, Kldnge und experimentelle Signale miissen in numerische Darstellungen
umgewandelt werden, bevor ein Algorithmus sie verarbeiten kann. In unserem Beispiel besitzt jedes Objekt
nur zwei Koordinaten; in realen Anwendungen kann eine Darstellung Hunderte, Tausende oder sogar
Millionen von Komponenten enthalten. Das Prinzip bleibt dasselbe: Jedem Beispiel wird eine Sammlung
von Zahlen zugeordnet, und das Modell sucht eine Regel, die diese Darstellung auf die gewiinschte Antwort
abbildet.
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Abbildung 1: Von der physikalischen Beobachtung zur mathematischen Modellierung. Jede Frucht wird
zunichst durch zwei messbare Groflen — Masse und Durchmesser — beschrieben und anschlieend durch
das geordnete Paar (x1,x2) dargestellt. In der Masse—Durchmesser-Ebene wird jede Beobachtung zu einem
Punkt, sodass die Unterscheidung von Apfeln und Orangen als geometrisches Problem der Trennung zweier
Klassen neu interpretiert werden kann.

Wir beginnen mit der einfachsten verfiigbaren geometrischen Regel und fragen, ob eine einzige Gerade die
Apfelpunkte hinreichend von den Orangenpunkten trennen kann.

3. Eine Gerade als Klassifikator

Sobald jede Frucht durch einen Punkt in der kartesischen Ebene dargestellt ist, wird die Klassifikation
zu einem geometrischen Problem: Kann eine Gerade die Apfel von den Orangen trennen? Diese Frage
erfasst die Grundidee einer wichtigen Familie von Verfahren des maschinellen Lernens, die als lineare
Klassifikatoren bezeichnet werden.

Betrachten wir eine Gerade, die die Punktwolke durchquert, wie in Abbildung 2 dargestellt. Die Gerade teilt
die Ebene in zwei Halbebenen. Liegen die meisten Apfelpunkte auf der einen und die meisten Orangenpunkte
auf der anderen Seite, kann die Lage einer neuen Frucht relativ zur Geraden als Klassifikationsregel
verwendet werden. Nach der Messung von Masse und Durchmesser stellen wir die Frucht durch einen Punkt
dar und bestimmen, auf welcher Seite der Geraden sich dieser Punkt befindet.

In der kartesischen Ebene (x1, x2) kann eine Gerade beschrieben werden durch

W1X1 + Woxg + b =0, (Wl, W2) * (0, 0)
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Abbildung 2: Beispiel eines linearen Klassifikators in der Masse—Durchmesser-Ebene. Die Gerade dient als
Entscheidungsgrenze: Punkte in einer Halbebene erhalten die eine Klasse, Punkte in der gegeniiberliegenden
Halbebene die andere. Die Entscheidung hingt somit ausschlieBlich davon ab, auf welcher Seite der Geraden
sich der Punkt befindet.

Der Vektor (w1, ws) steht senkrecht auf der Geraden und bestimmt daher ihre Orientierung, wéihrend der
Parameter b zu ihrer Lage beitrdgt. Diese Darstellung besitzt eine kleine Redundanz: Multipliziert man w1,
wo und b mit derselben von null verschiedenen Konstante, erhilt man genau dieselbe Gerade. Daher sind
die Parameter, die die Grenze beschreiben, nicht eindeutig. Auch ihre numerische Interpretation hingt von
der Skalierung der Variablen ab. Da die Masse in Gramm und der Durchmesser in Zentimetern gemessen
werden, sollten die Zahlenwerte von w; und w9 nicht ohne Beriicksichtigung der unterschiedlichen Einheiten
miteinander verglichen werden.

Die Geradengleichung selbst liefert eine einfache Mdoglichkeit zu bestimmen, auf welcher Seite der Grenze
ein Punkt liegt. Definieren wir den Score

S(Xl,XQ) = WX + WaXg + b.

Gilt s(x1,x2) = 0, so liegt der Punkt auf der Geraden. Fiir s(x1,x2) > 0 liegt er in der einen Halbebene;
fiir s(x1,x2) < 0 in der anderen. Legen wir fest, dass positive Scores Apfeln und negative Scores Orangen
entsprechen, so lautet die Regel

s(x1,x2) 20 = Apfel,
s(x1,x2) <0 = Orange.
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Betrachten wir beispielsweise die durch

we =2,  b=-30.

W1=1—07

Fiir eine Frucht mit einer Masse von 160 g und einem Durchmesser von 7.8 cm gilt

%)
1l

1
Ex160+2x7.8—30

16 +15.6 — 30
= 1.6.

Da der Score positiv ist, liegt der Punkt in der Halbebene, die wir den Apfeln zugeordnet haben. Dieser
Klassifikator wiirde die Frucht daher als Apfel kennzeichnen.

Nicht jede Wahl von w1, wo und b ergibt eine gute Klassifikation. Manche Geraden trennen die beiden
Gruppen schlecht, wahrend andere weniger Fehler machen. Das Lernproblem besteht genau darin, bereits
beschriftete Beispiele zu verwenden, um Parameterwerte zu bestimmen, die ein Maf fiir den Modellfehler
verringern. Anstatt die Lage der Geraden direkt zu programmieren, soll der Algorithmus ihre Koeffizienten
anhand der Daten anpassen.

Eine einzelne Gerade kann gut funktionieren, wenn die Klassen annéhernd linear trennbar sind. Komple-
xere Datensitze konnen eine nichtlineare Grenze erfordern. Bevor wir diese Einschriankung behandeln,
interpretieren wir den soeben konstruierten Klassifikator als elementare Recheneinheit neu: ein kiinstliches
Neuron.

4. Das kiinstliche Neuron

Im vorherigen Abschnitt wurde der Ausdruck
S=WiX] +WaXo + b

verwendet, um zu bestimmen, auf welcher Seite einer Geraden eine Frucht liegt. Derselbe Ausdruck kann als
erste Stufe der Berechnung eines kiinstlichen Neurons betrachtet werden. Ein Neuron erhilt numerische Ein-
gaben, kombiniert sie mithilfe von Gewichten und einem Bias und wendet anschliefend eine mathematische
Funktion an, um seine Ausgabe zu erhalten.

In unserem Beispiel sind die Eingaben die Masse x; und der Durchmesser x». Jede Eingabe wird mit einem
Parameter multipliziert, der Gewicht genannt wird; die Produkte werden zusammen mit einem konstanten
Term b, dem Bias, addiert. Abbildung 3 zeigt diese Berechnung schematisch.

Die Gewichte bestimmen, wie Anderungen der Eingaben den Score beeinflussen. Werden x, und alle
iibrigen Grofen festgehalten, verdndert eine Variation Ax; den Score s um w;Ax;. Entsprechend veridndert
eine Variation Axs den Score um woAxs. Auch das Vorzeichen ist wichtig: Bei einem positiven Gewicht
erhoht eine Zunahme der Eingabe den Score, bei einem negativen Gewicht entsteht der gegenteilige Effekt.
Diese Interpretation ist mit Vorsicht zu verwenden, wenn verschiedene Variablen unterschiedliche Einheiten
und Skalen besitzen. Deshalb werden Eingabedaten in praktischen Implementierungen vor dem Training
hiufig normalisiert oder standardisiert.

Der Bias b ist der konstante Term der affinen Transformation. Geometrisch erlaubt er eine Verschiebung der
Entscheidungsgrenze. Fiir b = 0 erzwingt die Gleichung

W1X1 + Woxo =0

5
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Eingaben Gewichte Gewichtete Summe
+ Bias

Masse b
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S = WXy + WX, + - Neurons)
\ + Wyx, + b

Jede Eingabe xi
wird mit threm
Gewicht wi multipliziert.

(weitere Eingaben)

L8 J L B L J N J
v v W Y
Das Neuron empfangt Jede Eingabe wird mit Die Produkte werden addiert Der Score s wird durch die
die Eingabewerte dem entsprechenden und der Bias b hinzugefiigt, Aktivierungsfunktion g transformiert
(X1, Xz, .-, Xn)- Gewicht multipliziert. wodurch der Score s entsteht. und erzeugt die Ausgabe y.
L Das Neuron fuhrt aus: lineare Kombination (gewichtete Summe + Bias), gefolgt von Nichtlinearitét (Aktivierungsfunktion). }

Abbildung 3: Schematische Funktionsweise eines kiinstlichen Neurons. Jede Eingabe x; wird mit einem
Gewicht w; multipliziert; die Produkte werden zum Bias b addiert und ergeben den Score s. Die Aktivie-
rungsfunktion g transformiert diesen Score anschlieBend in die Ausgabe v = g(s), die als Zwischengrofe
oder als endgiiltige Vorhersage verwendet werden kann.

dass die Gerade durch den Ursprung verlduft. Mit einem Bias kann die Grenze an andere Positionen
verschoben werden. Aquivalent gilt fiir x; = x5 = 0 einfach s = b.

Der Score muss nicht die endgiiltige Ausgabe des Neurons sein. Im Allgemeinen wird darauf eine Aktivie-
rungsfunktion g angewandt:
Yy =g(s) =g (wixq + waXa +b).

Die Berechnung erfolgt somit in zwei Stufen,
S = W1X1 + WoXg + b,
Y =8(s).
Mit den Parameterwerten aus dem vorherigen Abschnitt ergibt sich s = 1.6. Wihlen wir die Sprungfunktion

1, >0,

85010, s<o,

soisty = g(1.6) = 1. Nach unserer Konvention wird die Frucht als Apfel klassifiziert. Bei dieser Aktivierung
andert sich die Entscheidung, wenn s den Wert null {iberschreitet; die Klassengrenze ist daher genau

Wi1X1 + WoXo + b =0.

6
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Ein einzelnes Neuron ist somit ein einfaches mathematisches Objekt mit anpassbaren Parametern. Seine
eigentliche Bedeutung entsteht durch die Verbindung vieler solcher Einheiten. Bevor wir jedoch ein Netz
aufbauen, miissen wir verstehen, warum die Aktivierungsfunktion wesentlich ist.

5. Warum brauchen wir eine Aktivierungsfunktion?

Ein Neuron berechnet zunéchst mithilfe einer affinen Transformation einen Score und wendet erst danach
eine Aktivierungsfunktion an. Diese zweite Stufe ist wesentlich, wenn ein neuronales Netz komplexe Zusam-
menhinge darstellen soll. Um zu verstehen warum, stellen wir uns ein Netz ohne Aktivierungsfunktionen
vor. Jede Einheit hitte dann die Form

y =WiX1 + WaXg + b.

Zur eindimensionalen Veranschaulichung nehme man an, eine erste Einheit erzeuge
h=ax+b

und eine zweite berechne
y=ch+d.

Durch Einsetzen erhilt man
y=c(ax+b)+d =acx+ (cb+d),

was weiterhin eine affine Funktion von x ist. Dasselbe gilt in mehreren Dimensionen: Eine Verkettung affiner
Transformationen ist wiederum affin. Das Hinzufiigen vieler Schichten ohne nichtlineare Operation macht
das Netz daher nicht grundsitzlich ausdrucksstérker; die gesamte Verkettung konnte durch eine einzige
affine Transformation ersetzt werden.

Eine Aktivierungsfunktion durchbricht diese Einschrinkung. Nach der Berechnung des Scores s wendet das
Neuron eine meist nichtlineare Abbildung an,

h = g(s).

Werden mehrere solcher Einheiten verbunden, ldsst sich die entstehende Verkettung nicht mehr auf ei-
ne einzige affine Transformation reduzieren. Dadurch kann das Netz komplexere Entscheidungsgrenzen
konstruieren.

Die einfachste Aktivierung ist die Sprungfunktion,

1, s>0,
S) =

g(s) 0, s<0.
Sie erzeugt eine bindre Entscheidung und ist sehr niitzlich, um Klassifikation zu verstehen. Ihre Ableitung
ist jedoch fiir s # 0 gleich null und bei s = 0 nicht definiert. Da gradientenbasierte Trainingsverfahren
Ableitungen verwenden, um zu bestimmen, wie sich die Parameter dndern sollen, ist die Sprungfunktion fiir

diesen Trainingsmechanismus nicht geeignet.

Eine Alternative ist die Sigmoidfunktion,
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Sie bildet jede reelle Zahl auf einen Wert strikt zwischen 0 und 1 ab. Fiir stark negative Werte von s
nihert sich die Ausgabe 0, fiir stark positive Werte néhert sie sich 1; zwischen diesen Extremen verlduft der
Ubergang glatt. Die Sigmoidfunktion ist iiberall differenzierbar, mit

o'(s) =o(s)(1-o(s)).

Da ihre Ausgaben zwischen 0 und 1 liegen, wird sie hiufig in der Ausgabeschicht eines bindren Klassifikators
verwendet. In einer probabilistischen Formulierung mit einer geeigneten Verlustfunktion kann die Ausgabe
als Schitzung der Wahrscheinlichkeit der durch 1 reprisentierten Klasse interpretiert werden. In verborgenen
Schichten kann die Sigmoidfunktion jedoch Schwierigkeiten verursachen: Bei Eingaben mit groSem Betrag
wird ihre Ableitung sehr klein und trigt damit zum Problem verschwindender Gradienten in tiefen Netzen
bei.

Eine haufig verwendete Aktivierung fiir verborgene Schichten ist die ReLU (Rectified Linear Unit),

ReLU(s) = max(0,s) = {0’ 5<0,

s, s=0.
Obwohl sie aus zwei linearen Teilstlicken besteht, ist ReLU global nicht linear. Ihre Ableitung ist O fiir
s < Ound 1 fiir s > 0. Bei s = 0 existiert die gewohnliche Ableitung nicht, und Softwareimplementierungen
verwenden eine Konvention fiir den Gradienten. Fiir positive Eingaben wird die Ableitung mit wachsendem
s nicht kleiner; damit wird einer der Sittigungsmechanismen der Sigmoidfunktion vermieden.

Abbildung 4 vergleicht diese drei Aktivierungen anschaulich: den abrupten Sprung der Sprungfunktion, den
glatten Ubergang der Sigmoidfunktion und den Steigungswechsel der ReLU.

Thre wichtigsten Eigenschaften sind nachfolgend zusammengefasst.

Funktion Ausgabe  Ableitung Typische Verwendung

Sprungfunktion {0,1} Null fiir s # 0; beis = O nicht definiert ~ Historische Modelle und didaktische
Beispiele

Sigmoid (0,1) Existiert fiir jedes s Ausgabeschicht bei binérer Klassifika-
tion

ReLU [0,00)  Ofiirs <Ound1 firs >0 Verborgene Schichten

Die Einzelheiten dieser Funktionen unterscheiden sich, doch ihre gemeinsame konzeptionelle Rolle be-
steht darin, Nichtlinearitét einzufiihren. Diese Nichtlinearitit ermoglicht es dem kleinen Netz im nichsten
Abschnitt, Zusammenhinge darzustellen, die eine einzelne Gerade nicht erfassen kann.

Fiir Leserinnen und Leser, die weitergehen mochten, bietet Haykin [5] eine klassische Darstellung neuronaler
Netze, wihrend Goodfellow, Bengio und Courville [3] Aktivierungsfunktionen und das Training tiefer Netze
in einem breiteren Rahmen behandeln. Nielsens frei verfiigbarer Text [7] ist besonders zuginglich, um
Intuition fiir Neuronen, Aktivierungen und Lernen zu entwickeln.

6. Aufbau eines kleinen neuronalen Netzes

Wir betrachten nun ein Netz mit zwei Eingaben, einer verborgenen Schicht mit drei Neuronen und einem
Ausgabeneuron. Die Eingaben bleiben

x1 = Masse, X9 = Durchmesser,

8
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1. Sprungfunktion (step) 2. Sigmoidfunktion (logistisch) ] 3. ReLU-Funktion
g(s) g(s)
% Sy RS :
|
|
|
| 0,5
[}
]
|
@ » S > S t » S
0 0
oo 1 0, s<0
s s <
’ = »
g(s) = g(s) = = s) = max(0,s) =
‘ 0, s<O0 1+e* g(s) (0.5) s, s=>0
= Ausgabe: 0 oder 1 ¢ Ausgabe: Werte zwischen 0 und 1. ® Ausgabe: 0 fur s < 0; Ausgabe gleich s fir s> 0.
) ® Glatter und stetiger Ubergang. . -
Entscheidung ja* (1) oder ,nein* (0) Einfach und effizient zu berechnen.
! ® Uberall differenzierbar. . o
Unstetig bei s = 0; dort nicht differenzierbar 5 . An allen Stellen auBer‘se;lglng;r)enzmrbar
und an allen anderen Stellen ist die Ableitung null Viele Jahre lang haufig in Netzen det. .
® Kann bei sehr groien |s| unter ,Sattigung” leiden © Derzeit am haufigsten verwendete Aktivierungsfunktion
siHeute selten varwendet. (sehr kleine Gradienten). (und ihre Varianten).
(o D
INtuition: yfft eine binére Entscheidung INtUTtioN: . el den score in einen INUition: jasst positive Werte passieren
mit einem abrupten Sprung. -Grad der Sicherheit* zwischen 0 und 1 um. und setzt negative auf null.

N )

5 7 Zusar ING: Die Aktivier fiihrt Nichtlinearitat in das Neuron ein.
~ Ohne sie (oder wenn alle linear wéren) verhalt sich ein gesamtes Netz wie ein einzelner linearer Klassifikator (eine Gerade).

Abbildung 4: Vergleich dreier Aktivierungsfunktionen, die hdufig in einfiihrenden Darstellungen neuronaler
Netze verwendet werden. Die Sprungfunktion trifft eine abrupte Entscheidung; die Sigmoidfunktion liefert
einen glatten Ubergang zwischen 0 und 1; und ReLU unterdriickt negative Eingaben, wihrend positive
erhalten bleiben. Nichtlineare Aktivierungen verhindern, dass eine Folge von Schichten zu einer einzigen
affinen Transformation zusammenfallt.

und beide werden jedem Neuron der verborgenen Schicht zugefiihrt, wie in Abbildung 5 dargestellt.

Bezeichnen wir die Ausgaben der verborgenen Schicht mit hy, hs und h3. Jedes Neuron erhilt dieselben
zwei Eingaben, besitzt jedoch eigene Gewichte und einen eigenen Bias:

hy =g (wixy + wigxo + b)),
hy = g (Wa1x1 + Waaxo + b2),
hs = g (W31x1 + Waaxo + b3) .
Obwohl alle drei Neuronen dieselbe Masse und denselben Durchmesser erhalten, konnen sie unterschiedliche

Antworten erzeugen, weil ihre Parameter verschieden sind. Wihrend des Trainings werden diese Parameter
so angepasst, dass die Zwischenaktivierungen fiir die Klassifikation niitzlich werden.

Die drei GroBen hy, hy und hs werden anschliefend an das Ausgabeneuron weitergegeben, das berechnet
Sout = V1h1 + Vghg + V3h3 +cC

und daraus erzeugt
Y = Sout (Sout) -
Fiir unser bindres Problem verwenden wir eine sigmoidale Ausgabe:

SI\ZO'(Vlh1+V2h2+V3h3+C), 0<37\<1.
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Eingabeschicht Verborgene Schicht Ausgabeschicht
(Eingaben) (3 Neuronen) (1 Neuron)
<«— b

Masse —
e Vi c
¢
l +«— b, V2 ok ~
h, % 7‘IC y
e Vorhersage
Durchmesser

(z. B.: Apfel oder Orange)

V3
+— b;
—»Verbindungen von der Eingabe —Verbindungen von der verborgenen —PBias
zur verborgenen Schicht Schicht zur Ausgabeschicht jedes Neurons

Abbildung 5: Didaktische 2—3-1-Architektur zur Einfiihrung in die Berechnungen neuronaler Netze. Die
beiden Eingaben — Masse und Durchmesser — speisen drei Neuronen in der verborgenen Schicht. Deren
Aktivierungen hy, hs, hy werden anschlieBend vom Ausgabeneuron kombiniert, um die Vorhersage y zu
erzeugen. Jede Verbindung besitzt ein anpassbares Gewicht, und jedes Neuron besitzt einen Bias.

Mit y = 1 fiir Apfel und y = 0 fiir Orange ergibt ein Schwellenwert von 0.5 die Klassenentscheidung
v > 0.5 = Apfel, ¥ < 0.5 = Orange.

Werte nahe 1 sind daher stark mit Apfeln verbunden, wihrend Werte nahe 0 mit Orangen verbunden
sind. Wie bereits erwihnt, erfordert die numerische Interpretation von y als Wahrscheinlichkeit zusétzliche
Annahmen iiber das Modell und sein Training. Fiir die hier verwendete Klassifikationsregel geniigt es, v als
kontinuierliche Netzausgabe zu betrachten.

Das zentrale Merkmal dieser Architektur ist die Zwischendarstellung
(x1,x2) — (hy,hy, h3) — 7.

Das Netz erhilt zwei Merkmale und konstruiert daraus drei neue Groflen, bevor es die endgiiltige Antwort
erzeugt. Diese Aktivierungen werden nicht manuell gewdhlt: Sie hdangen von den Gewichten und Biases ab
und édndern sich daher beim Training der Parameter.

Trotz seiner geringen Grof3e besitzt das Netz bereits dreizehn anpassbare Parameter. Die drei verborgenen
Neuronen enthalten
32+1) =9

Parameter, und das Ausgabeneuron tragt weitere
3+1=4.

10
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Daher gilt
9+4=13.

Dieselbe Zdhlung wird in Matrixnotation unmittelbar sichtbar. Definieren wir

X1 W11 Wi2 by
X = [X ], W(1> = |W21 Wao2l, b(l) = bg .
? W31 Ws2 bs

Dann kann die verborgene Schicht kompakt geschrieben werden als
h=g(Wx+bD),

wobei g komponentenweise wirkt. Fiir die Ausgabe gilt
F=0o(W2h+b?),

mit
W(z) = [V1 Va V3].

Diese Notation nimmt bereits die Struktur vorweg, die im Python-Programm auftreten wird. Wird eine
Frucht am Eingang présentiert und berechnen wir die aufeinanderfolgenden Aktivierungen bis zur Ausgabe
y, filhren wir eine Vorwdrtspropagation beziehungsweise einen Forward Pass durch. Die zentrale Frage
bleibt: Wie lassen sich die dreizehn Parameter automatisch so bestimmen, dass die Vorhersagen zu den
Daten passen?

7. Wie lernt ein neuronales Netz?

Die Gewichte und Biases sind nicht im Voraus bekannt. Sie miissen mithilfe von Beispielen angepasst
werden, fiir die die korrekte Antwort vorliegt. Dieser Prozess heif3t Training und lisst sich durch den Zyklus

vorhersagen | — | Fehler messen —>‘Parameter anpassen‘—> wiederholen |.

Betrachten wir eine Frucht mit einer Masse von 140 g und einem Durchmesser von 7.0 cm, deren korrekte
Klasse Orange ist, also y = 0. Nehmen wir an, das Netz gebe zu einem bestimmten Zeitpunkt des Trainings
¥ = 0.80 aus. Ein einfaches MaS fiir die Abweichung zwischen Vorhersage und Zielwert ist der quadratische
Fehler

1
E=-(- .
5 (V=)
Fiir dieses Beispiel gilt
1
E= 5(0 -0.80)% = 0.32.

Dieser Ausdruck ist eine Verlustfunktion fiir ein einzelnes Beispiel. Da es sich um ein Quadrat handelt,
gilt E > 0, und Vorhersagen, die weiter vom Zielwert entfernt sind, werden starker bestraft. Der Faktor
1/2 veréndert die Lage des Minimums nicht, vereinfacht jedoch die Ableitungen. Bei bindrer Klassifikation
werden hdufig andere Verlustfunktionen verwendet, insbesondere die Kreuzentropie. Hier verwenden wir
den quadratischen Fehler, weil seine Algebra transparent ist und er zur Einfiihrung in Optimierung und
Riickpropagation ausreicht [2, 3].
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Enthilt die Trainingsmenge N Beispiele, so ist ein globales Mal} der mittlere Verlust

Jede Vorhersage hingt von den Gewichten und Biases des Netzes ab; daher hingt auch J von all diesen
Parametern ab. Training bedeutet, Parameterwerte zu suchen, fiir die J klein wird.

Z |

Um den Anpassungsmechanismus zu verstehen, nehmen wir zunéchst an, dass alle Parameter bis auf ein
einzelnes Gewicht w festgehalten werden. Dann konnen wir den Verlust als Funktion J = J(w) auffassen.
Abbildung 6 fasst die grundlegenden Phasen des Trainings zusammen, die wir nun betrachten.

e
25

Gewlclneund Biases

Y = ~ Vs e —
o VORWARTSPROPAGATION (forward pass) GRUCKPROPAGATION (backpropagation)
Die Information lauft von den Eingaben zur Ausgabe, Der Fehler wird riickwarts propagiert, um den
um eine Vorhersage zu erzeugen. Einfluss jedes Parameters zu berechnen.

eFEHLERBERECHNUNG i

X Verborgene Schicht Ausgabeschicht R .
Eingaben (3 Neuronen) (1 Neuron) Wir %ﬁ'%f;'ﬁli’:.gﬁs\f.”wiﬁge § grig?;i;en |
' y |
|

y Xy

i
|
i
|
Konekir et YS

(2B 0= Orange, Masse “,'
) 1 2R
(( - (90) y\

Vorhersage \ Vorhersage

‘ E= 2 y-9)7° Durchmesser |
|

o

S
O

Durchmesser

??

@ 02s Netzerhalt die Eingaben (x, x,). Fehler (1oss) @ Wi berechnen die Ableitungen des Fehlers nach |
Jedes Neuron berechnet seine Ausgabe mit zeigt, wie stark das Netz falsch lag. Jedem Gewicht Lind Bias (Gradienter).
Gewichten, Biases und der Akiivierungsfunktion g(-) 5)
| Diese Ableitungen zeigen, in welche Richtung
‘ o Das Ausgabeneuron erzeugt die Vorhersage . jeder Parameter angepasst werden soll.
& _4 N\ = = - i

t L (@ AKTUALISIERUNG DERPARAMETER | | ... .
(PRI e T veindingen on der cgsbe

> zurverborgenen Schicht
Wir zeigen viele Beispiele MF:“:E
und wiederholen den Prozess bt g
mehrere Epochen (epochs), bis d..
Fehler ein wird und die
Vorhersagen besser werden.

Onovo = Oantigo — 1 - g—g

Aldualisierungsregel

(Gradientenabstieg) Schicht zur Ausgabeschicl

‘
i
|
H
| ——— Verbindungen von der ver%mgensn
i
. e o . i == = b Fehlerfuss (Rickpropagation)
detpuameters  Wen  Lemmte  FUmgeNt 190 awverungstunidion

Zentrale Idee: Das Netz versucht es, misst den Fehler, passt seine Parameter an und versucht es ernet.
Mit vielen Versuchen lemt es, immer bessere Vorhersagen zu machen.

Abbildung 6: Grundlegender Trainingszyklus eines neuronalen Netzes. Der Forward Pass transformiert
die Eingaben in eine Vorhersage; die Verlustfunktion misst die Abweichung zwischen Vorhersage und
Zielwert; die Riickpropagation berechnet mithilfe der Kettenregel die Gradienten; und der Gradientenabstieg
verwendet diese Gradienten, um Gewichte und Biases zu aktualisieren. Die Wiederholung dieses Zyklus
iiber viele Epochen bezeichnen wir als Lernen.

Fiir Leserinnen und Leser mit wenig Hintergrund in Differentialrechnung kann eine Ableitung hier als Maf}
der lokalen Sensitivitit verstanden werden: Sie gibt an, wie eine kleine Anderung eines Parameters den
Verlust tendenziell verandert. Ihr Vorzeichen zeigt, in welcher Richtung die Funktion lokal zunimmt oder
abnimmt, wihrend ihr Betrag die Stiirke dieser lokalen Anderung misst.

Die Ableitung

aJ

ow
gibt die lokale Steigung an. Ist sie positiv, fiihrt eine kleine Erhohung von w tendenziell zu einer Erhhung
von J, sodass sich das Gewicht in die entgegengesetzte Richtung bewegen sollte. Ist sie negativ, fiihrt eine
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Erhohung von w lokal tendenziell zu einer Verringerung von J. Beide Fille werden beschrieben durch

0J
Uy
Dies ist die Grundidee des Gradientenabstiegs. Die positive Zahl n ist die Lernrate; sie steuert die Schritt-

weite. Ein sehr kleiner Wert kann das Training langsam machen, wihrend ein iibermiBig grofler Wert
Oszillationen oder Instabilitat verursachen kann.

Whnew = Wold

Fiir ein Netz mit vielen Parametern bezeichne 6 ein beliebiges Gewicht oder einen Bias. Die Aktualisierung

lautet dann
0J

n—.
00

Die Gesamtheit aller partiellen Ableitungen bildet den Gradienten des Verlusts. Geometrisch zeigt der

Gradient in die Richtung des stéirksten lokalen Anstiegs; der negative Gradient liefert daher eine lokale

Abstiegsrichtung.

Onew = Oold —

Wir miissen diese Ableitungen noch berechnen, wenn das Netz aus einer Verkettung mehrerer Funktionen
besteht. Wihrend des Forward Pass fliet die Information als

Eingaben — verborgene Schicht — Ausgabe.

Um zu bestimmen, wie ein Parameter in einer friihen Schicht den Verlust beeinflusst, verfolgen wir die
Abhingigkeitskette mathematisch in umgekehrter Richtung. Dieses Verfahren heif3t Riickpropagation. Es
ist im Wesentlichen eine systematische und effiziente Anwendung der Kettenregel. Rumelhart, Hinton und
Williams [8] liefern eine klassische Referenz fiir die Popularisierung dieses Verfahrens in Netzen mit
verborgenen Schichten; Nielsen [7] gibt eine detaillierte und besonders didaktische Herleitung.

Fiir eine einfache Abhangigkeitskette, in der E von y abhéngt, ¥ von einer Aktivierung h und diese wiederum
von einem Gewicht w, ergibt die Kettenregel

0E 0E 0y oh
dw 9y oh dw’
Jeder Faktor beschreibt eine Stufe des Einflusses von w auf den endgiiltigen Verlust. Groere Netze enthalten

viele solcher Ketten, und die Riickpropagation organisiert die Berechnung so, dass Zwischenableitungen
wiederverwendet werden konnen, anstatt fiir jeden Parameter getrennt neu berechnet zu werden.

In der Praxis verwendet das Training viele Beispiele. Ein vollstdndiger Durchlauf durch die Trainingsmenge
heilt Epoche. Die Parameter konnen nach jedem Beispiel aktualisiert werden, wie im spiter in diesem Beitrag
verwendeten didaktischen Programm, oder nach kleinen Gruppen von Beispielen, den Mini-Batches, wie
es bei grofleren Netzen iiblich ist. In beiden Fallen wird der Zyklus aus Vorhersagen, Verlusten, Gradienten
und Aktualisierungen tiber viele Epochen wiederholt.

Eine konkrete Moglichkeit, diese Entwicklung zu veranschaulichen, besteht darin, die Vorhersage fiir ein
festes Beispiel in verschiedenen Trainingsphasen zu verfolgen. Betrachten wir erneut die Frucht mit einer
Masse von 140 g und einem Durchmesser von 7.0 cm, deren korrekte Klasse Orange ist. Tabelle 1 zeigt
einen hypothetischen Verlauf. Diese Werte entsprechen keiner bestimmten Ausfiihrung; sie veranschaulichen
lediglich den Mechanismus.

Zu Beginn liegt die Ausgabe nahe bei 1, und die Frucht wird filschlicherweise als Apfel klassifiziert. Mit
der Anpassung der Parameter sinkt die Vorhersage und iiberschreitet schlieSlich den Schwellenwert 0.5,
wodurch die korrekte Klasse entsteht. Wihrend dieses Prozesses dndern sich die Zahlenwerte der Gewichte
und Biases; die Netzarchitektur bleibt unveriandert.
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Tabelle 1: Hypothetische Entwicklung der Netzvorhersage fiir dieselbe Frucht wéihrend des Trainings. Wie-
derholte Parameteraktualisierungen konnen eine anfinglich falsche Ausgabe in Richtung einer Klassifikation
verschieben, die mit der Zielklasse iibereinstimmt.

Epoche Vorhersagey Verlust E  Klassifikation

1 0.86 0.37 Apfel
5 0.71 0.25 Apfel
10 0.55 0.15 Apfel
20 0.31 0.05 Orange
40 0.09 0.004 Orange

Die Verringerung des Verlusts auf den Trainingsdaten ist nicht das endgiiltige Ziel. Ein niitzliches Netz muss
auch fiir Beispiele gute Vorhersagen liefern, die nicht zur Anpassung der Parameter verwendet wurden. Diese
Fahigkeit heiit Generalisierung. Passt sich ein Modell zu stark an Besonderheiten der Trainingsmenge an
und schneidet bei neuen Daten schlechter ab, sprechen wir von Overfitting. Bei sorgfiltigeren Auswertungen
werden die Daten gewohnlich in Trainings-, Validierungs- und Testmengen aufgeteilt: Die erste dient zur
Anpassung der Parameter, die zweite unterstiitzt Entscheidungen wihrend der Modellentwicklung, und die
dritte bleibt der abschliefenden Bewertung vorbehalten. Ausfiihrlichere Diskussionen zu Generalisierung
und Modellevaluation finden sich bei Faceli et al. [2] sowie Goodfellow, Bengio und Courville [3].

Damit haben wir die mathematische Bedeutung des Lernens in einem neuronalen Netz erreicht. In diesem
Kontext bedeutet Lernen, die Parameter einer zusammengesetzten Funktion so anzupassen, dass ein Fehler-
malf} auf den Daten reduziert wird und das Modell idealerweise auf neue Beispiele generalisiert. Das Netz
sagt voraus, berechnet einen Verlust, verwendet Ableitungen, um den Einfluss seiner Parameter auf diesen
Verlust zu bestimmen, und fiihrt eine Folge kleiner Korrekturen aus.

8. Von der Mathematik zu Python

Nun gehen wir von den Gleichungen zu einem ausfiihrbaren Programm iiber. Ziel ist nicht die Verwendung
einer spezialisierten Bibliothek fiir neuronale Netze, sondern die direkte Implementierung der im gesam-
ten Beitrag entwickelten mathematischen Operationen mit NumPy [4]. Dadurch lésst sich Zeile fiir Zeile
erkennen, wie lineare Kombinationen, Aktivierungsfunktionen, Verlustberechnung, Riickpropagation und
Gradientenabstieg im Code erscheinen.

Fiir ein iiberzeugenderes Abschlussbeispiel verwenden wir einen synthetischen Datensatz, der sich iiber
einen groferen Masse—Durchmesser-Bereich erstreckt. Wir arbeiten weiterhin nur mit zwei physikalischen
Merkmalen — Masse in Gramm und Durchmesser in Zentimetern —, verteilen nun jedoch 64 Trainingsbei-
spiele iiber einen breiten Bereich der Ebene und reservieren acht zusétzliche Beispiele fiir einen illustrativen
Test. Die Daten bleiben synthetisch und liegen in plausiblen Bereichen fiir Apfel und Orangen. Sie sind so
konstruiert, dass eine nichtlineare Entscheidungsgrenze entsteht, ohne alle Punkte in wenigen iiberméBig
kiinstlichen Clustern zu konzentrieren.

Die geometrische Idee ist einfach. Wir definieren eine Referenzkurve in der Masse—Durchmesser-Ebene,
platzieren Apfel in zwei Bindern oberhalb dieser Kurve und Orangen in zwei Bindern darunter. Sowohl zur
Masse als auch zum Durchmesser werden kleine deterministische Storungen addiert, damit die Beobach-
tungen einen groferen Bereich einnehmen. Das resultierende Beispiel ist reichhaltiger als die vorherigen
Darstellungen: Es enthilt mehr Punkte, die Daten verteilen sich iiber den Bereich, und die geeignete Ent-
scheidungsgrenze ist deutlich stiarker gekriimmt als eine Gerade.
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Fiir dieses abschlieBende Rechenexperiment erweitern wir die verborgene Schicht auf zwolf Neuronen
mit ReLU-Aktivierung. Die in den vorherigen Abschnitten untersuchte Struktur bleibt dabei unveridndert;
lediglich die Féhigkeit des Netzes, eine komplexere Grenze darzustellen, nimmt zu. Anstelle der 13 Parameter
des didaktischen Netzes mit drei Neuronen verfiigen wir nun {iber 49 anpassbare Parameter: 24 Gewichte und
12 Biases in der ersten Schicht sowie 12 Gewichte und einen Bias in der Ausgabeschicht. Die Gleichungen
behalten dieselbe Form; nur die Vektoren und Matrizen werden grofer.

Das vollstindige Programm ist nachfolgend dargestellt.

import numpy as np
import matplotlib.pyplot as plt
from matplotlib.lines import Line2D

def relu(s):
return np.maximum(0, s)

relu_derivative(s):
return (s > 0).astype(float)

sigmoid(s):
return 1 / (1 + np.exp(-s))

base_boundary (m) :
return 6.68 + 0.74%np.exp(-((m-155)/20)**2) \
+ 1.50/(1 + np.exp(-(m-202)/5))

build_data():

masses_1 = np.linspace(118, 212, 16)

masses_2 = masses_1 + np.array([
1.2,-1.1,0.8,-1.3,1.0,-0.8,1.1,-1.
1.3,-0.9,0.9,-1.2,1.0,-1.0,0.8,-0.

s

0
7

D)
k = np.arange(16)

al = np.column_stack([

masses_1,

base_boundary(masses_1) + 0.22 + 0.05*np.sin(0.8%k)
D
a2 = np.column_stack([

masses_2,

base_boundary (masses_2) 0.58 + 0.06%*np.cos(0.45%k)
1

0ol = np.column_stack([

masses_1,

base_boundary (masses_1) (0.22 + 0.04*np.cos(0.7*k))
1

02 = np.column_stack([

masses_2,

base_boundary (masses_2) (0.55 + 0.05*np.sin(0.5%k))
D

X_train = np.vstack([al, a2, ol, o02])
y_train = np.array([1.0]*32 + [0.0]*32)
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np.array ([

.0, 7.20], [135.0, 7.45],
.0, 7.751, [171.0, 7.321,
.0, 6.28], [152.0, 6.86],
.0, 6.48], [208.0, 7.55]

np.array([1,1,1,1,0,0,0,0], dtype=float)

return X_train, y_train, X_test, y_test

def predict(X, mean, std, Wi, bl, W2, b2):

¥n = (X - mean) / std

outputs = []

for x in Xn:
h = relu(Wl @ x + bl)
y_hat = sigmoid(W2 @ h + b2)
outputs.append(y_hat)

return np.array(outputs)

X_train, y_train, X_test, y_test = build_data()

mean = X_train.mean(axis=0)
std = X_train.std(axis=0)
Xn = (X_train - mean) / std

rng = np.random.default_rng(42)

Wi = 0.1 * rng.standard_normal((12, 2))
bl = np.zeros(12)

W2 = 0.1 * rng.standard_normal (12)

b2 = 0.0

eta = 0.05

n_epochs = 6000

history = []

for epoch in range(n_epochs):
for i in rng.permutation(len(Xn)):
x = Xn[i]
target = y_train[i]

zl =Wl @x + bl

h = relu(zl)

z2 = W2 @ h + b2
y_hat = sigmoid(z2)

delta2 = (y_hat - target) * y_hat * (1 - y_hat)
dW2 = delta2 * h

db2 = delta2

deltal = (delta2 * W2) * relu_derivative(zl)
dWl = np.outer(deltal, x)

dbl = deltal

Wl -= eta dwi
bl eta db1l
W2 -= eta dw2
b2 -= eta db2

errors = []
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for x, target in zip(Xn, y_train):
h = relu(Wl @ x + bl)
y_hat = sigmoid(W2 @ h + b2)
errors.append(0.5 * (target - y_hat)*x2)
history.append(np.mean(errors))

make_figure():

masses = np.linspace(116, 214, 500)

diameters = np.linspace(6.0, 8.85, 500)

M, D = np.meshgrid(masses, diameters)

grid = np.column_stack([M.ravel(), D.ravel()])

P = predict(grid, mean, std, Wi, bl, W2, b2).reshape(M.shape)

fig, ax = plt.subplots(figsize=(9.2, 6.3))
ax.contourf (
M, D, P,
levels=[0.0, 0.25, 0.50, 0.75, 1.0],
colors=["#f3eOcb", "#ecd5c4", "#dbe7cf", "#cde3bf"],
alpha=0.95
)
ax.contour (M, D, P, levels=[0.5],
colors=["#5ala8a"], linewidths=2.2)

mask = y_train == 1.0

ax.scatter(X_train[mask,0], X_train[mask,1], marker="o",
s=48, facecolors="white", edgecolors="black",
linewidths=1.1, label="Apfel - Training")

mask = y_train == 0.0

ax.scatter (X_train[mask,0], X_train[mask,1], marker="s
s=48, facecolors="white", edgecolors="black",
linewidths=1.1, label="Orange - Training")

mask = y_test == 1.0

ax.scatter(X_test[mask,0], X_test[mask,1], marker=""",
s=92, color="#1£f77b4", label="Apfel - Test")

mask = y_test == 0.0

ax.scatter(X_test[mask,0], X_test[mask,1], marker="x
s=110, color="#ff7f0e", linewidths=2.0,
label="0Orange - Test")

ax.set_xlabel("Masse (g)")
ax.set_ylabel("Durchmesser (cm)")
ax.set_title("Ausgabe des neuronalen Netzes nach dem Training")

handles = [

Line2D([0], [0], marker=’0’, markersize=9,
markerfacecolor="white’, markeredgecolor=’black’,
linestyle=’None’, label=’Apfel - Training’),

Line2D([0], [0], marker=’s’, markersize=9,
markerfacecolor="white’, markeredgecolor=’black’,
linestyle=’None’, label=’Orange - Training’),

Line2D([0], [0], marker=’"’, markersize=9, color=’#1f77b4’,
linestyle=’None’, label=’Apfel - Test’),

Line2D([0], [0], marker=’x’, markersize=10, color=’#ff7f0e’,
linestyle=’None’, label=’Orange - Test’),

Line2D([0], [0], color=’#5ala8a’, 1lw=2.2,
label=’Entscheidungsgrenze des neuronalen Netzes’)

]
ax.legend(handles=hand1es, loc=’center left’,
bbox_to_anchor=(1.02, 0.5), frameon=True)
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fig.tight_layout ()
plt.show()

Obwohl der Code lidnger ist als die ersten im Beitrag untersuchten Gleichungen, bleibt seine Struktur
transparent. Die Funktion build_data() erzeugt automatisch die 64 Trainingsbeispiele und die acht
illustrativen Testbeispiele. Anschlieend standardisieren wir beide Variablen gemaf3
X — U
Xt = A
0j

wobei y; und o ausschlieBlich aus der Trainingsmenge berechnet werden. Dadurch wird verhindert, dass
die Testmenge die Parameteranpassung beeinflusst, und zugleich werden Masse und Durchmesser auf
vergleichbare numerische Skalen gebracht.

Der Forward Pass dndert sich im Wesentlichen nicht. Der einzige Unterschied besteht darin, dass die erste
Schicht nun einen Vektor aus zwolf verborgenen Aktivierungen erzeugt. In Matrixnotation gilt

2V =WWx+bM h=ReLU®=Y),

22 =WHh+b?  F=00E?).

Diese vier Zeilen enthalten weiterhin den mathematischen Kern des Algorithmus. Auch das Training behalt
die zuvor eingefiihrte Logik bei: eine Vorhersage berechnen, ihren Fehler messen, Sensitivitdtsinformationen
mithilfe von Ableitungen riickwarts propagieren und die Parameter durch kleine Schritte des Gradientenab-
stiegs aktualisieren.

Im Code erscheint die Riickpropagation an der Ausgabeschicht in
delta2 = (y_hat - target) * y_hat * (1 - y_hat)
und die Propagation zur verborgenen Schicht in

deltal = (delta2 * W2) * relu_derivative(zl)

darauf folgen die Aktualisierungen aller Gewichte und Biases. Da die Beispiele in jeder Epoche neu gemischt
und die Parameter nach jeder Beobachtung aktualisiert werden, ist diese Implementierung eine elementare
Form des stochastischen Gradientenabstiegs.

Mit dem hier verwendeten Zufalls-Seed und den gewihlten Hyperparametern liegt der endgiiltige mittlere
Verlust in der GroBenordnung von 1075 bis 107, und alle 64 Trainingsbeispiele sowie die acht illustrativen
Testbeispiele erhalten die erwartete Klassifikation. Dies darf nicht als strenge statistische Leistungsbewertung
interpretiert werden: Die Daten sind synthetisch und wurden zu didaktischen Zwecken konstruiert. Thre
Aufgabe besteht darin zu zeigen, wie ein kleines neuronales Netz in einer weniger trivialen Situation eine
eindeutig nichtlineare Entscheidungsgrenze lernen kann.

Abbildung 7 zeigt die endgiiltige Programmausgabe in der Masse—Durchmesser-Ebene. Alle Trainings-
punkte sind dargestellt. Die hervorgehobene Kurve ist das Niveau ¥ = 0.5 und reprisentiert die vom Netz
gelernte Entscheidungsgrenze; die schattierten Bereiche zeigen die beiden vorhergesagten Klassen. Kreise
kennzeichnen Trainingsépfel, Quadrate Trainingsorangen, Dreiecke Testdpfel und Kreuze Testorangen. Die
Legende befindet sich auBerhalb des Hauptdiagramms, sodass kein Datenpunkt verdeckt wird.
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Ausgabe des neuronalen Netzes nach dem Training
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Abbildung 7: Python-Ausgabe nach dem Training des neuronalen Netzes. Der synthetische Datensatz enthalt
64 Trainingsbeispiele, die iiber einen groflen Bereich der Masse—Durchmesser-Ebene verteilt sind, sowie
acht zusitzliche Beispiele fiir einen illustrativen Test. Die hervorgehobene Kurve ist das Niveau y = 0.5 und
stellt die gelernte Entscheidungsgrenze dar; die schattierten Bereiche zeigen die vom Netz vorhergesagten
Klassen. Kreise repriasentieren Trainingsdpfel, Quadrate Trainingsorangen, Dreiecke Testdpfel und Kreuze
Testorangen.

Wir begannen mit einer Geraden, die zwei einfache Punktgruppen trennt, und endeten mit einem reichhalti-
geren Rechenbeispiel, in dem durch die automatische Anpassung der Netzparameter eine gekriimmte Grenze
entsteht. Der Mathematik wurde nichts Geheimnisvolles hinzugefiigt: Die Implementierung organisiert und
wiederholt lediglich in groerem MaBstab und mit hoher Geschwindigkeit affine Kombinationen, Aktivie-
rungsfunktionen, Ableitungen, Matrixprodukte und Aktualisierungen durch Gradientenabstieg [3, 7].

Das gesamte zu diesem Beitrag gehdrende Rechenmaterial ist unter https://neuralmath.org verfiigbar. Dazu
gehoren der Code und ein ausfiihrbares Google-Colab-Notebook. Die Seite dient als zentraler Zugang fiir
Leserinnen und Leser, die die Beispiele untersuchen, reproduzieren oder anpassen mochten.

Erklirung zur Nutzung von KI. Der Autor verwendete ChatGPT, entwickelt von OpenAl, als un-
terstiitzendes Werkzeug fiir Entwurf, sprachliche Uberarbeitung, didaktische Strukturierung und die Erstel-
lung didaktischer Abbildungen. Der Autor trigt die volle Verantwortung fiir den endgiiltigen Inhalt der
Arbeit, einschlieBlich Konzeption und Ausarbeitung des mathematischen Materials, des Codes und der
verwendeten Literaturangaben.
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